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Resumen

Debido a diferentes circunstancias, perder la función motora de alguna extremidad es un
factor que afecta la calidad de vida tanto del hombre como de la mujer, en términos de sa-
lud física y emocional. Con el objetivo de ayudar a estas personas existen numerosas téc-
nicas que consisten en el desarrollo de interfaces para la manipulación de diferentes dispo-
sitivos por medio del estudio de señales cerebrales. La implementación de estás interfaces
trae consigo el requisito de establecer una comunicación entre el cerebro humano y una
máquina o computadora, que es lo que se conoce como una interfaz cerebro-computadora
o por sus siglas en inglés BCI (Brain Computer Interface).

En este trabajo se tiene el desarrollo de una sistema BCI para la operación remota de un
manipulador Mitsubishi RV-M1, adquiriendo las señales cerebrales eléctricas, mediante un
electroencefalograma no invasivo bajo estimulo visual de patrones frecuenciales (SSVEP),
para luego filtrar estas señales y realizar un estudio comparativo entre la transformada dis-
creta de Fourier (DFT) y la transformada discreta de Wavelet (DWT), cómo técnicas para
la extracción de características, las cuales están relacionadas con el estímulo visual (SS-
VEP) y son las entradas a dos esquemas de clasificación basados en aprendizaje no super-
visado estudiados, comparados y desarrollados como lo son los K vecinos más cercanos o
más conocido por sus siglas en inglés KNN (K Nearest Neighbors) y los Árboles de Deci-
sión, los cuales agrupan en clusters de características similares de entrada en posiciones o
comandos del manipulador, teniendo en cuenta su volumen de trabajo.

El desarrollo de este trabajo es implementado únicamente con herramientas Open-Source
o de código abierto cómo lo es el lenguaje de programación Python, el cual es ampliamente
utilizado para desarrollar aplicaciones de Análisis de Señales y Machine Learning.

Esta metodología trae consigo beneficios de interpretar señales eléctricas del cerebro y
convertir estas señales en indicadores de control o comandos para realizar diferentes ru-
tinas o movimientos en manipuladores. Es de suma importancia que el procesamiento de
las señales sea lo más eficiente en términos de tiempo y precisión. Por último, se debe
garantizar que la adquisición, procesamiento y clasificación de señales eléctricas lleven a
resultados coherentes, mostrando en tiempo real movimientos del manipulador con res-
pecto a la orden dada por el operario (según el estímulo visual) y reconociendo factores
que intervengan como errores en la adquisición de señales, errores del operador o en el
sistema en general.
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Prefacio

Los sistemas de interfaz cerebro-computadora (BCI) siempre han sido de gran utilidad pa-
ra pacientes con discapacidades motoras que tienen la capacidad de proporcionar control
sobre cualquier dispositivo deseado. El mundo actual exige la necesidad de un sistema de
asistencia sólido para ayudar a las personas con discapacidad física a realizar cualquier
tarea prevista sin ayuda humana[1]; La implementación de interfaces cerebro-computador
junto con la inclusión de dispositivos externos capaces de realizar movimientos definidos,
trae consigo una gran cantidad de beneficios a la calidad de vida de las personas afectadas.
Sin embargo, su implementación representa un gran reto para desarrolladores e investi-
gadores, pues se trata de comprender y entender las señales del órgano tal vez más com-
plejo del cuerpo humano, encargado de las diferentes tareas tanto motoras como vitales,
lo cual no es una tarea sencilla. Por lo tanto, se requiere que los sistemas de adquisición
y procesamiento de estas señales estén adecuadamente diseñados y se hace necesaria la
implementación tanto de herramientas matemáticas capaces de extraer características im-
portantes de las señales como de clasificadores necesarios para evaluar las características
obtenidas por un electroencefalograma (EEG) online en un modelo ya entrenado.

El desarrollo de este proyecto nace a partir del semillero de investigación llamado Inge-
niería Humanitaria, el cual consta de generar soluciones o dar respuesta a problemáticas
existentes por medio de la investigación, teniendo una serie de proyectos con el fin de
incrementar el impacto social, dentro de los cuales se tiene el estudio comparativo de di-
ferentes herramientas matemáticas para obtener características de las señales cerebrales
para dar respuesta a diferentes patologías que se puedan presentar en el sistema nervioso.
Para llevar a cabo este estudio y el desarrollo de este proyecto se cuenta con el sistema de
adquisición de señales llamado OpenBCI el cual es una interfaz de código abierto la cual
provee las herramientas necesarias para realizar un electroencefalograma no invasivo de
bajo costo.

Finalmente, el proyecto se centrará en estudiar las diferentes metodologías de extracción
de características y clasificación para operar un manipulador mediante una BCI, para pos-
teriormente elegir una (1) de estas metodologías y clasificadores, con el fin de aplicarlas,
creando un entorno de manipulación de una cantidad fija de coordenadas en el manipula-
dor llegando así a poder establecer las diferencias entre las metodologías y clasificadores,
y por último determinar cuál de ellas es la óptima para implementar.

II
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Capı́tulo 1
Introducción

Según la Organización Mundial de la Salud, se estima que más de mil millones de perso-
nas (15 % de la población mundial, según la estimación de 2010) viven con algún tipo de
discapacidad. En este grupo, alrededor de 110 millones de personas (2.2 %) tienen dificul-
tades significativas en el funcionamiento o alguna discapacidad severa, como tetraplejía,
depresión severa o ceguera [2]. Por su parte en Colombia debido a la problemática existen-
te dado el contexto de defensa y militar, el país ha sido víctima de un periodo de 50 años de
conflictos armados, lo que ha causado que tanto civiles como militantes de este conflicto
hayan perdido alguna extremidad de su cuerpo. Aparte de los diferentes conflictos arma-
dos, las enfermedades que afectan tanto al aparato locomotor, como al sistema nervioso
central y periférico pueden llegar a afectar la movilidad de alguna de las extremidades del
cuerpo humano. Debido a esto la calidad de vida tanto del hombre como la mujer, en tér-
minos de salud física, mental y emocional pueden llegar a verse afectados por la ausencia
de alguna de las extremidades. Estas personas afectadas por discapacidades motoras, en la
mayoría de los casos, pierden la capacidad de mover parcial o totalmente una o varias ex-
tremidades. Los pacientes con lesión de la médula espinal pierden la capacidad de mover
sus extremidades inferiores (una afección llamada paraplejía) y, en algunos casos más gra-
ves, incluso las superiores (cuadriplejía). Este tipo de afecciones se pueden causar debido
a la interrupción del control del sistema nervioso central y periférico, lo que provoca que
se pierda el impulso eléctrico producido desde el cerebro hacía los diferentes músculos.
Esta pérdida de movimiento conduce, con el tiempo, a situaciones más complejas, como
enfermedades cardiovasculares, desmineralización ósea, obesidad, entre otras [3]. Por esta
razón nace la necesidad de estudiar la posibilidad de desarrollar interfaces para el análisis
de señales cerebrales con el fin de operar remotamente prótesis o manipuladores.

El desarrollo de un sistema con la capacidad de extraer, analizar y clasificar señales pro-
venientes del cerebro se denomina Interfaz Cerebro-Computador, más conocido por sus
siglas en ingles BCI (Brain Computer-Interface). Este concepto es relativamente nuevo
en el campo de la medicina y de la ingeniería, aunque el concepto no fue introducido en
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la comunidad científica si no hasta 1973 por el científico Jacques J. Vidal en su artículo
llamado "Toward Direct Brain-Computer Communication", ya se habían hecho gran can-
tidad de estudios y avances en el campo del estudio de la electroencefalografía, que se
puede decir que es uno de los pilares fundamentales de los sistemas BCI.

Una interfaz cerebro-computador es un sistema integrado que permite a un usuario u opera-
dor interactuar con un determinado entorno controlando dispositivos sin el uso de múscu-
los o nervios periféricos. La operación o control de estos dispositivos se realiza mediante
la detección y el análisis de las señales de su cerebro, es decir, el establecimiento de una
conexión directa entre el cerebro humano y una computadora u otro dispositivo externo,
proporcionando, entonces, un canal de comunicación alternativo. Mediante el uso de un
BCI, las personas con discapacidades motoras graves pueden interactuar con dispositivos
externos como sillas de ruedas, prótesis, monitores, sintetizadores de voz, robots, manipu-
ladores entre otros [4]. El desarrollo y la investigación en este tipo de sistemas ha llevado
a avances tanto en el campo de la medicina como en el campo de las ciencias de la compu-
tación abarcando áreas del conocimiento como la inteligencia artificial. En el campo de
la medicina se han llegado a desarrollar dispositivos capaces de realizar electroencefalo-
gramas de manera no invasiva y a bajo costo. Por otro lado, en el área de la inteligencia
artificial o más específicamente en campos como el aprendizaje automático, ciencia cogni-
tiva, representación del conocimiento y la robótica, se han obtenido avances significativos
al lograr juntar gran variedad de técnicas de estas diferentes ramas junto con los conoci-
mientos que la medicina ha obtenido del que puede ser el órgano más complejo del cuerpo
humano.

Existen diferentes técnicas desarrolladas por la medicina para obtener registro de la acti-
vidad cerebral. Como se mencionó anteriormente el electroencefalograma puede llegar a
ser un pilar fundamental dentro de los sistemas BCI, el cual consiste en medir la actividad
cerebral basándose en el campo eléctrico que se pueda generar en el proceso de interac-
ción entre neuronas llamado sinapsis. pero no es la única técnica que se pueda llegar a
implementar dentro de una interfaz cerebro-computador, pues existen otras técnicas como
la magnetoencefalografía la cual registra las variaciones en el campo magnético generado.
La técnica más utilizada para el desarrollo de estas interfaces es la electroencefalografía
(EEG), debido a su facilidad de adquisición y bajo costo en comparación con las otras
técnicas de medición de señales cerebrales [5]. Sin embargo, la resolución y confiabilidad
de la información detectable a través del EEG es limitada debido a una gran cantidad de
factores, lo que lleva a la necesidad de equipos caros para la adquisición y métodos elabo-
rados de procesamiento de señales para superar el ruido y detectar correctamente el patrón
cerebral.

Hoy en día uno de las aplicaciones más importantes e interesantes con un gran impacto
en la sociedad en general es la implementación de interfaces BCI para la rehabilitación
de pacientes con alguna discapacidad provenientes de accidentes o patologías las cua-
les no hallan comprometido las células cerebrales o las funciones cognitivas. Es evidente
que el desarrollo a nivel tanto de software como de hardware de las interfaces cerebro-
computador es altamente multidisciplinario e implica integrar diferentes áreas del cono-
cimiento y aplicar conceptos de ingeniería y ciencias de la computación, así como física,
neurociencia, biología, teoría de la información, entre otras materias.
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1.1 Descripción del Problema

1.1. Descripción del Problema
En Colombia, según datos del ministerio de defensa y el Hospital Militar Central al mes
son realizados 60 procedimientos de prótesis, dado el contexto de defensa y militar, el
país ha sido víctima de un periodo de 50 años de conflictos armados, lo que ha causado
que tanto civiles como militantes de este conflicto hayan perdido alguna extremidad de
su cuerpo. La calidad de vida del hombre y mujer, en términos de salud física, mental y
emocional puede llegar a verse afectada por la ausencia de alguna de las extremidades.
Debido a esta problemática nace la necesidad de la investigación de mecanismos en lo
posible no invasivos para que la persona pueda de alguna manera controlar una prótesis o
manipulador.

La generación de acciones motrices nace desde las órdenes del cerebro y por ende todo el
sistema nervioso, con el fin de operar prótesis o manipuladores debido a la perdida de algu-
na extremidad se hace necesario el estudio de las características de las señales cerebrales y
en consecuencia de las metodologías en cuanto a procesamiento y clasificación de señales,
para desarrollar a futuro mecanismos y herramientas para que la persona que perdió alguna
de sus extremidades pueda realizar movimientos con un manipulador o prótesis.

1.2. Sinopsis del Documento
En el presente documento se tiene el desarrollo de una interfaz para la operación de un ma-
nipulador Mitsubishi RV-M1 por medio de señales obtenidas de un EEG. Para una mejor
comprensión general, este trabajo es dividido en nueve capítulos. En el capítulo dos se tie-
ne una introducción a lo que se refiere el concepto general de interfaz cerebro-computador,
los conceptos o fundamentos de neurofisiología para entender la actividad en el sistema
nervioso y por ende la actividad neuronal se presenta en el capítulo 3. En el capítulo 4
se presentan las diferentes técnicas más usadas para el desarrollo inicial de un sistema
BCI. En el capitulo 5 se tiene todo el contenido correspondiente al análisis y procesamien-
to de las señales, incluyendo temas como el filtrado, extracción de las características y
los modelos de machine learning implementados para la clasificación. En el capítulo 6 se
explican los procedimientos experimentales que fueron realizados para finalmente en los
capítulos 7 y 8 realizar la comparación de las metodologías y las conclusiones del trabajo
respectivamente.
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Capı́tulo 2
Interfaz Cerebro-Computadora
(BCI)

2.1. BCI concepto general
Como ya se mencionó anteriormente una interfaz cerebro-computador es un sistema inte-
grado que permite a un usuario u operador interactuar con un determinado entorno con-
trolando dispositivos sin el uso de músculos o nervios periféricos. La operación o control
de estos dispositivos se realiza mediante la detección y el análisis de las señales de su ce-
rebro, es decir, el establecimiento de una conexión directa entre el cerebro humano y una
computadora u otro dispositivo externo, proporcionando, entonces, un canal de comunica-
ción alternativo. En palabras sencillas estas interfaces, están desarrolladas para reconocer
patrones o características en los datos extraídos de las señales por medio de un electroence-
falograma para asociar estos patrones o características específicas en comandos o acciones
para operar un dispositivo externo.

Como se puede observar en la imagen 2.1 el esquema general de una interfaz cerebro-
computador se puede dividir en tres secciones principales como lo son, la adquisición de
las señales, el procesamiento de estas señales (extracción de características y procesamien-
to) y finalmente la ejecución de comandos para la aplicación final.

En su primera sección que comprende la adquisición de las señales, se tiene que conside-
rar el hardware o sistema a implementar, pues actualmente se puede contar con sistemas
de bajo coste y de fácil adquisición y comprensión sin tener conocimientos avanzados de
medicina. Para satisfacer esta necesidad, se ha considerado que la electroencefalografía
resulta ser la técnica de menores costos y de mayor simplicidad para implementar, encon-
trando en el mercado diferentes tipos de soluciones disponibles, con diferentes ventajas y
desventajas.
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2.2 Historia de interfaces BCI

En segunda instancia se tiene el procesamiento de señales, que consta de diferentes téc-
nicas y herramientas matemáticas para lograr hacer un exitoso análisis y procesamiento
de las señales, utilizando filtros para eliminar componentes frecuenciales no deseados y
aplicando transformadas para obtener características que puedan ser útiles en el proceso
de clasificación.

Finalmente, para la etapa final se tiene la implementación de lograr interpretar la salida
del proceso de clasificación para generar comandos dependiendo de cuál sea la aplicación
final, la cual puede ser, comandos para un robot o un dispositivo externo, secuencias de
voz o texto o simplemente visualizar el resultado de la clasificación en pantalla.

Las BCI involucran numerosas ideas de diferentes campos, combinadas de manera inteli-
gente para dar como resultado un proceso exitoso de extracción de los patrones de ondas
cerebrales debido a choques externos y su uso de manera satisfactoria. Los campos inclu-
yen neurocirugía, ingeniería eléctrica, informática e ingeniería biomédica, todo bajo un
mismo ámbito.

Figura 2.1 Esquema general de una interfaz cerebro-computador BCI propuesto por Jac-
ques J. Vidal.

2.2. Historia de interfaces BCI
El campo de la investigación de las señales cerebrales nace junto con el descubrimiento de
Richard Canton de la existencia de señales eléctricas en la superficie del cerebro animal
en 1875, fundando así las bases que darían así el inicio de técnicas médicas para estudiar
este complejo órgano. El electroencefalograma o EEG tiene una contribución importante
en el desarrollo de sistemas BCI. El crédito del descubrimiento de las señales de EEG debe
otorgarse a Hans Berger, quien con las bases fundamentadas que dejo Richard Canton fue
la persona responsable de las patologías cerebrales a través del mapeo cerebral humano en
1929.

El primer diseño documentado de una interfaz cerebro-computador fue realizado por el Dr
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2.3 Aplicaciones

Walter Grey, un neurofisiólogo que en el año 1964 utilizó electrodos para medir la activi-
dad cerebral de un paciente, registrando el área motora del cerebro. Una vez que se tenía la
adquisición de las señales, la metodología implementada era que el paciente presionaba un
botón para avanzar en diferentes diapositivas y se registró la actividad cerebral correspon-
diente con un electroencefalograma. Posteriormente la salida de la interfaz era procesada
y conectada a un proyector de diapositivas que se configuró para avanzar las diapositivas
cuando se detectó una actividad cerebral similar a las diapositivas que el sujeto iba cam-
biando. Uno de los descubrimientos más importantes e impactantes del Dr Grey es que
aparte de diseñar la primera interfaz cerebro-computador, logro registrar la latencia exis-
tente entre la intención de cambiar una diapositiva y cuando realmente el sujeto presionaba
el botón para cambiarla.

Aunque ya se venían presentando gran variedad de estudios, diseños e implementaciones
de este tipo de interfaces para dar solución o ser implementadas de diferentes maneras el
concepto no fue introducido en la comunidad científica si no hasta 1973 por el científi-
co Jacques J. Vidal en su artículo llamado "Toward Direct Brain-Computer Communica-
tion".

BrainGate, desarrollado por Cyberkinetics, fue el primer BCI desarrollado comercialmente
en 2001 por John Donoghue y otros investigadores de la Universidad de Brown. Mathew
Nagle fue el primer humano en ser implantado con el mismo BCI, BrainGate en Rhode
Island en junio de 2004. En diciembre de 2004, Jonathan Wolpaw junto con su grupo
publicó un estudio que describía la capacidad de manipular una computadora a través
de señales EEG captadas por una gorra que contienen electrodos BCI es un campo de
investigación en crecimiento. Todavía tiene muchas áreas inexploradas.

2.3. Aplicaciones
Como ya se ha venido mencionando anteriormente, son varias las aplicaciones que se
pueden llegar a desarrollar implementando una interfaz cerebro-computador, esto debido
a la gran variedad de campos en los que se pueden implementar este tipo de interfaces,
basándose en la idea de lograr establecer una conexión entre el cerebro humano y una
computadora se puede llegar a pensar como una extensión del cuerpo humano pero con
una capacidad de computo o procesamiento muy por encima de las capacidades humanas,
logrando aprovechar todo el potencial que la revolución del semiconductor trajo consigo
para poner a disposición del hombre todas estas capacidades, minimizando tiempos y es-
fuerzos en la ejecución de una aplicación, puesto que la idea general de estas interfaces
es ejecutar acciones solo con la función cognitiva, evitando movimientos o interacciones
motoras entre el usuario y la interfaz.

Una vez entendida la idea de que el computador puede ser un intérprete entre el cerebro
y una aplicación en específico, se abre una puerta a un conjunto de posibilidades de desa-
rrollar aplicaciones que permitan dar soluciones a problemas de comunicación o habla,
movilidad de extremidades o partes del cuerpo, manipulación de dispositivos externos,
teleoperación y control de entornos establecidos.
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2.3 Aplicaciones

2.3.1. Comunicación
La restauración de la habilidad para comunicarse para personas que tienen discapacidad
de habla es una de las prioridades dentro de las soluciones a implementar, especialmente
cuando la persona está totalmente paralizada o es incapaz de hablar.

Stephen William Hawking fue un físico teórico, astrofísico, cosmólogo y divulgador cien-
tífico británico, el cual padecía de esclerosis lateral amiotrófica o más conocida por sus
siglas en inglés (ALS), una condición en la que las neuronas involucradas en el control
del movimiento están dañadas o muertas. Como es el caso de Hawking, la enfermedad
deja a muchas de sus víctimas severamente discapacitadas. Ya teniendo dificultades para
comunicarse, una traqueotomía en 1985 eliminó por completo la capacidad de Hawking
para hablar.

El caso de Stephen Hawking es uno de muchos, en donde la implementación de una inter-
faz cerebro-computadora puede dar solución de manera satisfactoria al problema de poder
comunicarse, puesto que existen sistemas capaces de extraer la información necesaria de
la actividad cerebral de pacientes que están expuestos a estímulos visuales alfanuméricos
y con técnicas como las redes neuronales convolucionales o (CNN), se puede identificar
el carácter que el individuo pueda estar observando.

Un sistema BCI desarrollada por Keirn y Aunon [6], tiene como objetivo implementar un
sistema para pacientes con discapacidades físicas severas para deletrear palabras de código
específicas. El sistema podría detectar la diferencia en los niveles de potencia espectral
(dominio de la frecuencia) al colocar electrodos en toda la superficie del cuero cabelludo,
realizando un electroencefalograma.

Figura 2.2 Sistema BCI implementada para una aplicación de comunicación [7].

La mayoría de las aplicaciones de comunicación basadas en interfaces cerebro-computador
se apoyan en el estudio de la actividad cerebral que ocurre en la corteza visual cuando una
persona se encuentra a un estímulo visual periódico. Está metodología es conocida como
SSVEP el cual se especifica en la sección 4.4 y consta de aplicar a una persona un estímulo
visual de contraste y periódico para que en la corteza visual de esta persona se genere un
mayor aporte de energía en el componente frecuencial en el que el SSVEP está alternando.
Aprovechando está metodología se han desarrollado “teclados” en donde sus caracteres
parpadean a diferentes frecuencias, las cuales son reconocibles analizando y procesando
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2.3 Aplicaciones

las señales, para de esta manera clasificarlas y predecir cual es el carácter que la persona
está mirando. Un ejemplo se puede observar en la imagen 2.2.

2.3.2. Manipulación de prótesis
Una prótesis se puede definir como una extensión artificial, que reemplaza o provee un
soporte a alguna parte del cuerpo faltante por alguna razón. Las más comunes implemen-
tadas en las interfaces cerebro-computador son las prótesis ortopédicas que son aquellas
que reemplazan un miembro del cuerpo, cumpliendo en su mayoría la misma función del
miembro natural reemplazado, siendo estas partes generalmente extremidades como lo
pueden ser un brazo, una mano, un pie o una pierna.

Existen diferentes tipos de prótesis ortopédicas, encontrando algunas que se alejan un poco
de la anatomía humana pero que cumple con funcionalidades semejantes a las del miembro
a reemplazar. Generalmente estas prótesis suelen ser robotizadas, utilizando manipulado-
res para cumplir las funciones de miembros o extremidades ausentes. Para desarrollar este
tipo de prótesis existe un campo como lo son las prótesis robotizadas, las cuales cuentan
con principales investigaciones, desarrollos y aplicaciones basados en la robótica asisten-
cial y en el desarrollo de estas prótesis de miembros superiores, las cuales se han realizado
en países como Estados Unidos, Japón, Francia, Alemania y Europa en general [8].

La mayoría de las aplicaciones desarrolladas con el fin de manipular prótesis inteligen-
tes, están basadas en el estudio y análisis de señales mioeléctricas, las cuales provienen
de la contracción y relajación de un musculo, obteniendo así señales con características
más destacables y fáciles de analizar e interpretar. La integración de este tipo de prótesis
permite una aplicación importante y ampliamente investigada, como lo es la restauración
del control motor en pacientes paralizados implementando prótesis con interfaces BCI. La
mayoría de estas aplicaciones utilizan sistemas basados en el reconocimiento de patrones
en la actividad cerebral. Tal trabajo ha sido realizado por Wolpaw et al. que incluye el
control de un brazo robótico [9].

Una de las principales desventajas de la manipulación de prótesis por medio de señales
mioeléctricas es que estás solo pueden ser implementadas en ocasiones en el que el pa-
ciente tenga una movilidad parcial cerca del miembro o extremidad a ser intervenida. Esta
desventaja se explica debido a que, si el paciente perdió movilidad debido a una afección
en el sistema nervioso central, no será capaz de producir señales mioeléctricas en músculos
cercanos a la prótesis.

2.3.3. Control del entorno
El concepto de control del entorno utilizando interfaces BCI es bastante útil y utilizado
para mejorar la calidad de vida de las personas con discapacidades severas. Estas perso-
nas por las diferentes naturalezas de su condición, generalmente suelen están obligadas
a permanecer en una habitación cerrada sin muchas opciones de controlar su entorno de
vida. Estos tipos de interfaces BCI pueden ayudar a una persona a controlar eficazmente el
entorno de una habitación, que puede incluir la iluminación, la temperatura ambiente, con-
trol de la cama, accionar diferentes dispositivos de entretenimiento con multimedia como
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2.3 Aplicaciones

la televisión, música, entre otras [10]. El usuario puede llegar a operar estos dispositivos
integrando interfaces cerebro-computador con base en un electroencefalograma.

Como se puede observar la implementación de aplicaciones que controlen el entorno, se
basa en la posibilidad de lograr operar dispositivos cotidianos que se encuentran en la
casa, llegando a incluir a la domótica dentro de las aplicaciones que se pueden llegar a
desarrollar con una interfaz BCI.

Control del entorno, no solo hace referencia al control u operación que se pueda llegar a
realizar en diferentes objetos o dispositivos cotidianos que se encuentren en la casa como
lo es la integración con la domótica. El control del entorno también está relacionado con la
teleoperación que puede llegar a ser un concepto más industrial y puede abrir grandes ven-
tanas en la unión de interfaces cerebro-computador con procesos industriales. La teleope-
ración consta de la operación de un sistema, dispositivo o máquina a distancia. Basándose
en la definición de la teleoperación se puede asociar fácilmente la integración de interfaces
BCI con la operación de manipuladores o dispositivos industriales a distancia.
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Capı́tulo 3
Fundamentos Neurofisiológicos

El sistema nervioso consta de un conjunto de células especializadas en la conducción de
las señales eléctricas. para su estudio, el sistema nervioso se divide en dos, como lo son el
sistema nervioso central (CNS) y sistema nervioso periférico (PNS). El sistema nervioso
central corresponde al encéfalo y la medula espinal, mientras que el sistema nervioso peri-
férico, está compuesto por el conjunto de nervios que conectan al sistema nervioso central
con el resto del cuerpo. Un esquema general del sistema nervioso se puede observar a
continuación.

El sistema nervioso central recibe la información de los órganos sensoriales, que envían
esta información mediante el sistema nervioso periférico. Está información es procesada
por el cerebro, que se encuentra en el encéfalo. El estudio de este complejo órgano como
lo es el cerebro permite desarrollar gran cantidad de aplicaciones mediante la electroen-
cefalografía. En este capítulo, se tiene un breve panorama detrás del cerebro humano y
como es que se genera esta actividad neuronal captada por electrodos para un posterior
análisis.

Sistema Nervioso

Sistema Nervioso
Central (CNS)

Encéfalo

Cerebro Cerebelo Tronco Encefálico

Médula Espinal

Sistema Nervioso
Periférico (PNS)
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3.1 La Neurona

3.1. La Neurona
El cerebro humano puede llegar a ser el órgano más complejo del cuerpo humano y no
solo del cuerpo humano, también se puede considerar como uno de los sistemas más com-
plejos que se han llegado a estudiar. Existen aún preguntas relacionadas con este órgano
que no tienen una respuesta absoluta. En cambio, el conocimiento reunido sobre el cerebro
se centra en operaciones de bajo nivel como "¿qué tipo de células forman las diferentes
partes del cerebro?"Y "¿cómo se interconectan estas células?". El componente más fun-
damental del cerebro, y de hecho de todo el sistema nervioso, es la neurona. El concepto
fue introducido por Ramón y Cajál en 1911 y condujo a un avance en la comprensión del
sistema nervioso [11].

Las neuronas son llamadas la unidad básica del sistema nervioso. Cualquier célula en el
sistema nervioso se considera una neurona como primer componente. Las neuronas son
similares a las células corporales en términos de su estructura, el cuerpo de la célula es
llamado Soma que contiene el núcleo, las dendritas son las responsables de la generación
de las señales y el axón es el que se encarga de transportar estas señales con otras neuronas
o con otras partes del cuerpo. Aunque son la unidad básica del sistema nervioso, existen
tres tipos de neuronas:

Neuronas motoras

Neuronas sensoriales

Inter-neuronas

Las neuronas motoras son las encargadas de transportar la información proveniente del
CNS a los diferentes órganos del cuerpo, músculos y demás. Las neuronas sensoriales
como su nombre lo indica, son las encargadas de recibir la información proveniente de
órganos internos y estímulos externos y enviar esta información al CNS y por último se
tiene a las inter-neuronas que se consideran como un “puente” entre las neuronas motoras
y sensoriales.

Figura 3.1 Partes de la neurona; https://www.cerebriti.com/partesNeurona

Como ya se mencionó anteriormente el cuerpo de la célula nerviosa es llamado soma,
la cual es la parte de mayor volumen en la neurona. La parte de la neurona encargada
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3.1 La Neurona

de la comunicación de las señales de una parte a otra es axón, el cual es responsable de
transportar la señal producida por las dendritas lejos del cuerpo celular a otras neuronas.
Los impulsos eléctricos son generados por el axón, también conocido como potenciales de
acción.

Es importante aclarar que no existen neuronas interconectadas entre sí, estas están lige-
ramente "desconectadas "por vacíos físicos diminutos que se conocen como sinapsis los
cuales permiten los impulsos eléctricos que comunican unas neuronas con otras, provi-
niendo estos impulsos de reacciones electroquímicas.

Las dendritas como ya se mencionó anteriormente, reciben información de las sinapsis de
otras neuronas mediante impulsos eléctricos, estas intermediarias se conocen como célu-
las presinápticas. Cada neurona puede recibir información de unas 10,000 neuronas más.
Del mismo modo, una neurona puede contactar hasta 10.000 células post-sinápticas. Al
agregar su capacidad para realizar conexiones complejas al hecho de que hay alrededor de
100 mil millones de neuronas en el cerebro humano, es fácil afirmar que la complejidad
potencial de las redes neuronales biológicas es enorme. Las redes formadas tienen la capa-
cidad de recibir, procesar y enviar información en forma de impulsos eléctricos a una alta
frecuencia de transmisión permitiendo que el ser humano realice diferentes y complejas
tareas [12].

La neurona se puede considerar de manera funcional como una unidad de procesamiento
dentro de todo un sistema de procesamiento general, en donde esta célula nerviosa está
especializada para transmitir y recibir señales electroquímicas, llamadas potenciales de
acción. Estas señales de entrada o potenciales de acción son entradas del sistema que
provienen de otras neuronas a través de sus dendritas y dentro de su proceso individual
suma estás señales de entrada. Si el resultado de la adición cumple con alguna condición
específica, determinada por la zona de activación cerca del cerro del axón, la célula habilita
su salida, enviando una nueva señal a través de su axón de salida. En la figura 3.2 se puede
observar el modelo matemático de una neurona.

Figura 3.2 Modelo matemático de la neurona.
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3.1.1. Potenciales de Acción
Las neuronas al igual que otro tipo de células, contienen una membrana compuesta por
diferentes fluidos que dan a esta una característica semi permeable. Como se mencionó an-
teriormente, todas las neuronas están separadas por la sinopsis y a su vez por la membrana
de cada célula nerviosa. Esta membrana también llamada como la membrana plasmática,
actúa como una barrera entre los entornos intracelular y extra-celular de la neurona. Estos
fluidos son ricos en iones disueltos, precisamente, potasio y de sodio N+

a y cloruro Cl−

existiendo en los fluidos ya mencionados como iones.

En el exterior de la membrana, sucede el caso contrario, esto debido a que existe una
menor concentración de iones de potasio K+, pero con una mayor concentración de iones
de sodio N+

a y de cloruro Cl−. En las interacciones que suceden en la membrana se
evidencia que suelen predominar iones negativos que yacen atrapados en la membrana, lo
que resulta en que estos espacios en la membrana tengan una carga negativa comparada
con la carga existente en el exterior de la membrana. Gracias a esta diferencia de cargas se
genera un potencial eléctrico el cual puede ser descrito matemáticamente como la ecuación
de Goldman 3.1.

Vm =
RT

F
ln

(
Pk[K+]o + PNa[Na+]o + PCl[Cl

−]o
Pk[K+]i + PNa[Na+]i + PCl[Cl−]i

)
≈ −70mV (3.1)

En donde R representa la constante de los gases ideales, F es la constante de Faraday, T
simboliza la temperatura absoluta y los términos Pk, PNa y PCl representan la permeabi-
lidad de la membrana en estos puntos, entendiéndose esta como la capacidad que tiene un
material de permitirle a un fluido que lo atraviese sin alterar su composición. Los subíndi-
ces i y o que acompañan a los iones provienen del inglés inside y outside y representan la
concentración de los iones adentro o afuera de la membrana.

Figura 3.3 Equivalente eléctrico de la membrana celular nerviosa [13].
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Gonzalo de Polsi expone el modelo equivalente en un circuito eléctrico al potencial que se
puede evidenciar en la ecuación de Goldman, dicho modelo se puede observar en la figura
3.3, este modelo se conoce como el modelo de Hodgkin-Huxley o simplemente el modelo
HH, en donde se puede observar que la diferencia de potencial existente depende de las
conductancias g que son inversas a las resistencias Ri, en donde i representa los diferentes
iones de sodio, potasio y cloruro [13].

Los compartimentos intracelulares suelen ser ricos en iones negativos atrapados en su inte-
rior, lo que hace que estos compartimentos tengan una carga más negativa en comparación
con los compartimentos extracelulares. Se genera un voltaje eléctrico dentro del sistema
nervioso por la diferencia en estas concentraciones iónicas.

Figura 3.4 Membrana de la célula nerviosa [14].

Las células nerviosas se dicen que están en equilibrio cuando no están interactuando y no
hay ningún estimulo externo que las perturbe, pero este equilibrio depende del estado quí-
mico, eléctrico y mecánico en el que se encuentre la neurona. Así mismo, al igual que otro
tipo de células, las células nerviosas constan de una membrana que permite la interacción
con otras células. Siempre que el equilibrio de una célula se estimula química, eléctrica
o mecánicamente, la membrana de dicha célula varia, permitiendo de esta manera el flujo
bidireccional de iones hacia adentro y hacia afuera. Los cambios generados en las concen-
traciones de iones por los diferentes estímulos son directamente proporcionales al tamaño
del estímulo. En situaciones en las que se perturba este equilibrio, la bomba de sodio-
potasio tiene un papel importante en mantener una concentración en el equilibrio dentro
y fuera de la célula. Sin embargo, cuando ocurren grandes alteraciones al equilibrio en la
membrana, la bomba no puede regular bien, lo que resulta en un cambio en el potencial de
reposo (generalmente valorado en -70 mV como se mencionó).

En el momento en el que un estímulo perturba el equilibrio hace que esta acción alcance
a las dendritas, pues se entiende como estímulo, el simple hecho de que otra célula ner-
viosa cercana empiece una interacción lo cual provoca un cambio en este potencial, si esta
perturbación hace que se alcance un umbral o "fhreshold"de aproximadamente -55 mV, se
puede decir que hay una inversión del potencial de membrana, llamado potencial de acción
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(AP). El AP ilustrado en la Figura 3.5, se ve como un aumento rápido en el potencial de
membrana (despolarización) hasta +30 mV, seguido de una caída de potencial, también
rápida (repolarización). Después de esta caída, el potencial alcanza un valor por debajo
del potencial de reposo, alrededor de -90 mV (hiperpolarización), y después de unos po-
cos milisegundos, la membrana vuelve a su potencial de reposo de los -70 mV según la
ecuación de Goldman.

Figura 3.5 Potencial de acción

3.2. El Cerebro Humano
El cerebro humano, como ya se mencionó anteriormente, pertenece al sistema nervioso
central y más específicamente al encéfalo. Es el órgano principal del SNC y se encuentra
protegido dentro del cráneo y las meninges. Su componente principal es la corteza cerebral,
la cual es una capa de tejido neuronal, que recubre la superficie de todos los hemisferios
cerebrales. dentro de estos hemisferios se logran identificar diferentes lóbulos a los cuales
les son asociados funciones y tareas cognitivas como lo pueden ser la función motora, el
habla, razonamiento y el pensamiento abstracto.

Distintas partes del cerebro están especializadas en diferentes tareas sensoriales y asocia-
das con la conducta, realizando todo el procesamiento de la información por completo y en
paralelo. Como se muestra en la Figura 3.6, la corteza cerebral se puede dividir en cuatro
áreas principales (lóbulos): los lóbulos frontal, temporal, parietal y occipital.

El lóbulo frontal está directamente relacionado con las funciones ejecutivas, las cuales
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son funciones que permiten al ser humano controlar la conducta con un objetivo, el cual
es determinado por diferentes procesos de enseñanza a lo largo de la vida. Estás tareas
o funciones comprenden la atención, la planificación y reflexión de los actos. El lóbulo
parietal por su parte cumple tareas más sensoriales, debido a que está relacionado con
recibir las sensaciones del tacto, calor, frío, presión dolor y coordinar el equilibrio. El
Lóbulo occipital, este lóbulo comprende la corteza visual que es la zona de la corteza
cerebral a donde llega la información que proviene de los nervios ópticos y las retinas.
Por último, se tiene al lóbulo temporal el cual está asociado con la memoria y procesos de
interpretación.

Figura 3.6 Localización de los lóbulos cerebrales [15].

3.2.1. Cortezas Cerebrales
Profundizando y ampliando a una mayor explicación de lo que es la corteza cerebral, se
conoce que es una sustancia gris, la cual recubre a los dos hemisferios cerebrales. Es-
tá delgada capa de materia gris no tiene más de pocos milímetros de espesor. Esta capa
representa gran parte del encéfalo, debido a que representa casi el 80 % del peso de es-
te.

Distintas partes del cerebro están especializadas a acatar diferentes ordenes, como ya se
mencionó anteriormente en los diferentes Lóbulos del cerebro, a su vez, cada lóbulo con-
tiene una porción de toda la corteza cerebral, por lo que dependiendo de los lóbulos existen
diferentes cortezas ubicadas en diferentes lóbulos. Para propósitos de este trabajo, se tiene
el estudio del lóbulo occipital, el cual está ubicado en la región posterior del cerebro. En
esta región cerebral se encuentra la corteza visual y su función principal es procesar la in-
formación proveniente de la vista. Esta a su vez tiene alrededor de 30 áreas divididas, que
están relacionadas principalmente con el procesamiento de diferentes estímulos visuales,
como colores, forma o luminosidad.

Para propósitos del desarrollo de un sistema BCI, cuyo estímulo de operación será neta-
mente visual, se menciona la importancia de la corteza visual en el procesamiento de la
información visual.
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Figura 5.15 Dimensiones del manipulador, tomado de Mitsubishi Electronics.

Figura 5.16 Dimensiones del manipulador, tomado de Mitsubishi Electronics.

Para cada elemento i se tienen los siguientes parámetros:

Vector de articulación Si. En el caso de una articulación de tipo rotación (R) resulta
ser un vector unitario que define la rotación siguiendo la regla de la mano derecha.
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El vector aij es un vector perpendicular a ambos vectores de articulación Si y Sj .

Distancia de la articulación Si. Es la distancia existente entre los vectores aij , el
cual se mide a lo largo del vector de articulación Si.

Ángulo de articulación θi. Es el ángulo medido mediante la regla de la mano de-
recha utilizando como base el vector de articulación Si y que se origina desde el
vector del elemento aji al vector aij .

Ángulo del elemento αij . Es el ángulo medido mediante la regla de la mano de-
recha, utilizando como base el vector del elemento aij , el cual proviene desde el
vector Si al vector Sj .

En la literatura existen diversos artículos sobre como encontrar el modelo cinemático in-
verso del manipulador RV-M1, para este trabajo se utilizo como guía el modelo desarro-
llado por José Luís Rodriguez, Eugenío Yime y James Díaz en el artículo llamado Inverse
Matrix Kinematics of the 5R Mitsubishi Movemaster RV-M1 Manipulator

Los vectores de articulación servirán para definir los sistemas coordenados asociados a
cada elemento. El vector del elemento Sjdefine la dirección del eje z del sistema coor-
denado i, zi asociado al elemento i del manipulador. la dirección del eje x está definido
por el vector aij y para definir la dirección del eje y se encuentra mediante la expre-
sión:

SiXaij
|SiXaij |

(5.59)

Como se puede observar en la tabla 5.2 Los ángulos de las articulaciones son los valores a
encontrar con el modelo dinámico inverso.

Distancia articulación Distancia elemento Ángulo elemento Ángulo articulación
***** a12=0 α12=90 ϕ1=?
S2=0 a23=250 α23=0 θ2=?
S3=0 a34=160 α34=0 θ3=?
S4=0 a45=0 α45=90 θ4=?
S5=72 a56=0 — θ5=?

Tabla 5.2: Parámetros cinemáticos del manipulador Mitsubishi RV-M1, tomados de Mitsubishi Elec-
tric Corporation[49].

A continuación se presentan los parámetros cinemáticos y sistemas coordenados. El sub-
índice F en el sistema coordenado fijo xf − yf − zf .
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Figura 5.17 Parámetros del Mitsubishi RV-M1 [49]

Una vez definidos los parámetros cinemáticos se establecen las matrices de transformación
de los elementos del manipulador.

TFH =


r11 r12 r13 Px
r21 r22 r23 Py
r31 r32 r33 Pz
0 0 0 1

 (5.60)

sj y cj : Seno y Coseno del ángulo en la articulación θj ..

sij y cij : Seno y Coseno del ángulo en la articulación α..

aij: Distancia del elemento i.
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Sj : Distancia de la articulación del elemento j.

La posición del actuador y su efector final es fácilmente especifica mediante las matrices
de transformación, en donde si se tiene la figura 5.18 y los sistemas de referencia xF −
yF − zF y la referencia de la herramienta xH − yH − zH . La matriz de transformación
que relaciona la posición y orientación de la herramienta viene dada por

TFH =


r11 r12 r13 Px
r21 r22 r23 Py
r31 r32 r33 Pz
0 0 0 1

 (5.61)

Donde la orientación se define por los vectores unitarios [r11r21r31]T , [r12r22r32]T y
[r13r23r33]T . La posición viene expresada por los valores [PxPyPz]

T .

Figura 5.18 Sistemas coordenados de la herramienta final y la base fija de un manipulador
[49]

Suponiendo que se tiene un escenario en donde se conoce la posición a la que debe llegar
la herramienta del manipulador y se desean conocer los grados de las articulaciones para
que esta herramienta llegue a este punto en específico se debe hacer uso de la cinemática
inversa para lograr encontrar estos ángulos de las cinco articulaciones del robot.

Elementos conocidos:

Ángulos de elementos α12, α23, α34, α45.

Distancias de las articulaciones S2, S3, S4, S5.
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Posición origen del sistema coordenado de la herramienta en el sistema fijo PFH =
[PxPyPz]

T

Orientación de la herramienta RFT = [r11r21r31; r12r22r32; r13r23r33]

Elementos a encontrar:

Ángulos de elemento o articulación ϕ1, θ2, θ3, θ4, θ5.

La expresión que relaciona el sistema coordenado fijo de la base del robot con el sistema
coordenado de la herramienta se obtiene mediante la siguiente operación matricial.

TFH = TF1 T
1
2 T

2
3 T

3
4 T

4
5 T

5
H (5.62)

Donde para el efector final de manipulador o la herramienta se relaciona con el quinto
sistema coordenado con una medida en la posición de Pz de 107mm.

Donde en el derecho de la ecuación 5.62 TF1 existe una rotación de un ángulo ϕ1 en torno
al eje z y cada término de la forma T ji tiene una expresión general como la ecuación
5.61. la expresión del lado izquierdo de la ecuación 5.62 se obtiene sustituyendo en la
ecuación 5.61 con la información de posición y orientación de la herramienta en el sistema
coordenado fijo para obtener la siguiente ecuación.


r11 r12 r13 Px
r21 r22 r23 Py
r31 r32 r33 Pz
0 0 0 1

 =


cϕc2+3+4c5 + sϕS5 −cϕc2+3+4s5 + sϕc5 cϕs2+3+4 δ1
sϕc2+3+4c5 − cϕs5 −sϕc2+3+4s5 − cϕc5 sϕs2+3+4 δ2

s2+3+4c5 −s2+3+4s5 −c2+3+4 δ3
0 0 0 1


(5.63)

Donde:

cϕ = cos(ϕ1)

sϕ = sin(ϕ1)

c2+3+4 = cos(θ2 + θ3 + θ4)

s2+3+4 = sin(θ2 + θ3 + θ4)

δ1 = cϕs2+3+4Pz + cϕs2+3+4s5 + cϕc2+3a34 + cϕc2a23 (5.64)

δ2 = −sϕs2+3+4Pz + sϕs2+3+4s5 + sϕc2+3a34 + sϕc2a23 (5.65)

δ3 = −c2+3+4Pz − c2+3+4s5 + s2+3a34 + s2a23 (5.66)
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El método de la matriz inversa consiste en multiplicar la ecuación 5.5.1 a ambos lados por
la inversa de la matriz de transformación que se encuentra más a la izquierda del lado dere-
cho de la misma ecuación, siguiendo el orden de las transformaciones homogéneas que se
utilizaron para construir la ecuación 5.63 a partir de la ecuación 5.62 y en cada expresión
matricial resultante ir hallando uno o más ángulos de las articulaciones dependiendo de la
geometría.

Para el calculo del ángulo ϕ1 se tiene:

Se multiplica la ecuación 5.63 a ambos lados por
[
TF1
]−1

= T 1
F para obtener la siguiente

expresión.

T 1
FT

F
H = T 1

2 T
2
3 T

3
4 T

4
5 T

5
H (5.67)

A =


r11cϕ + r21sϕ r12cϕ + r22sϕ r13cϕ + r23sϕ r14cϕ+ r24sϕ
−r11sϕ + r21cϕ −r12sϕ + r22cϕ −r13sϕ + r23cϕ −r14sϕ+ r24cϕ

r31 r32 r33 r34

0 0 0 1


(5.68)

A =


c2+3+4c5 −c2+3+4s5 s2+3+4 a23c2 + a34c2+3 + (S5 + Pz)s2+3+4

−s5 −c5 0 0
s2+3+4c5 −s2+3+4s5 −c2+3+4 a23s2 + a34s2+3 − (S5 + Pz)c2+3+4

0 0 0 1


(5.69)

Si se comparan las expresiones 5.68 y 5.69 se tiene que es una igualdad de las dos expre-
siones en donde en ambas matrices el término (2,3) se puede expresar una igualdad como
la siguiente.

sϕ
c$

=
r23

r13
(5.70)

Con la relación anterior se puede encontrar el primer ángulo de la primera articulación
ϕ1.

ϕ1 = atan(r23, r13) (5.71)

Para el calculo del ángulo θ5 se tiene:

Se continua con la multiplicación a ambos lados de la ecuación 5.67 por
[
T 1

2

]−1
= T 2

1

para obtener la siguiente expresión.

T 2
1 T

1
FT

F
H = T 2

3 T
3
4 T

4
5 T

5
H (5.72)

70



5.5 Dispositivos Externos

En donde la expresión general quedaría:

B =


c2(r11cϕ + r21sϕ) + r31s2 c2(r12cϕ + r22sϕ) + r32s2 δ4 δ7
c2(r11cϕ + r21sϕ) + r31s2 c2(r12cϕ + r22sϕ) + r32s2 δ5 δ8

r11sϕ − r21cϕ r12sϕ − r22cϕ δ6 δ9
0 0 0 1

 (5.73)

B =


−c3+4c5 −c3+4s5 s3+4 a23 + a34c3 + (S5 + Pz)s3+4

s3+4c5 −s3+4s5 −c3+4 a34s3 − (S5 + Pz)c3+4

s5 c5 0 0
0 0 0 1

 (5.74)

En donde el valor de los coeficientes δn son:

δ4 = c2(r13cϕ + r23sϕ) + r33s2 (5.75)

δ5 = s2(−r13cϕ − r23sϕ) + r33c2 (5.76)

δ6 = r13sϕ − r23cϕ (5.77)

δ7 = c2(r14cϕ + r24sϕ) + r34s2 (5.78)

δ8 = s2(−r14cϕ − r24sϕ) + r34c2 (5.79)

δ9 = r14sϕ − r24cϕ (5.80)

Debido a que el valor de ϕ1 es conocido es posible utilizar los componentes (3,1) y (3,2)
de la ecuación 5.73 y 5.74 para las expresiones del seno y coseno del ángulo θ5 para
obtener un único ángulo.

s5 = r11sϕ − r21cϕ (5.81)

c5 = r12sϕ − r22cϕ (5.82)

Relacionando las dos ecuaciones anteriores se encuentra el valor de θ1.

θ5 = atan((r11sϕ− r21cϕ), (r12sϕ− r22cϕ)) (5.83)
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Para el calculo del ángulo θ2 se tiene:

Se identifica que debido a la geometría del manipulador existirán dos posibles valores para
el ángulo θ2 para una misma posición y orientación del efector final, por lo cual se buscará
la creación de una ecuación trigonométrica trascendental de la forma Pc2 +Qs2 +R = 0.
Donde P , Q y R son constantes. Se identifica que la componente (1,4) de la ecuación
5.73 representa los términos c2 y s2 igualando términos y agrupando se tiene:

(r14cϕ + r24sϕ)c2 + r34s2 = a23 + a34c3 + (S5 + Pz)s3+4 (5.84)

El término s3+4 en la anterior expresión no es conocido pero se puede encontrar igualando
las componentes matriciales (1,3) de las matrices 5.73 y 5.74.

s3+4 = c2(r13cϕ + r23sϕ) + r33s2 (5.85)

Si se reemplaza la ecuación 5.85 en la ecuación 5.84 se tiene la forma:

Pc2 +Qs2 +R = 0 (5.86)

Donde:

P = (S5 + Pz)(r13cϕ + r23sϕ)− (r14cϕ + r24sϕ) (5.87)

Q = (S5 + Pz)r33 − r34 (5.88)

R = a23 + a34c3 (5.89)

Se debe ahora encontrar el término c3 en la ecuación 5.84. Para ello se igualan las com-
ponentes (1,4) y (3,2) de la ecuación 5.68, y se reagrupan para obtener:

a23c2 + a34c2+3 = A (5.90)

a23s2 + a34s2+3 = B (5.91)

Siendo A y B:

A = r14cϕ + r24sϕ − (S5 + Pz)c2+3+4 (5.92)

B = r34 + (S5 + Pz)c2+3+4 (5.93)
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En donde de las anteriores s2+3+4 y c2+3+4 se pueden encontrar en los términos (1,3) y
(3,3) de la ecuación 5.68.

s2+3+4 = r13cϕ + r23sϕ (5.94)

c2+3+4 = −r13 (5.95)

Se elevan al cuadrado ambos lados de las ecuaciones 5.90 y 5.91, se suman términos y al
tener en cuenta que c2c2+3 + s2s2+3 = c3 , se obtiene la expresión para c3:

c3 =
A2 +B2 − a2

23 − a2
34

2a23a34
(5.96)

Ahora que todos los términos de la ecuación 5.86 se conocen y se pueden hallar el ángulo
θ2 resolviendo esa ecuación trigonométrica trascendental [50] para obtener:

θ2 = atan

(
Q√

P 2 +Q2
,

P√
P 2 +Q2

)

)
± cos−1

(
−R√
P 2 +Q2

)
(5.97)

Para el calculo del ángulo θ3se puede igualar las componentes (3,4) de las ecuaciones
5.68 y 5.69 y se reemplaza el valor de donde el término s2+3:

s3 =
r34 + (S5 + Pz)c2+3+4 − a23s2 − a34s2c3

a34c2
(5.98)

Donde el término c2+3+4 fue desarrollado en la ecuación 5.95, el término c3 (un solo
valor de c3) puede cumplirse para dos valores diferentes del ángulo θ3 en el interva-
lo [−π, π] y fue desarrollado en la ecuación 5.96, con estas consideraciones se puede
encontrar el valor del ángulo θ3.

θ3 = atan

(
r34 + (S5 + Pz)c2+3+4 − a23s2 − a34s2c3

a34c2
,
A2 +B2 − a2

23 − a2
34

2a23a34

)
(5.99)

Para el calculo del ángulo θ4 se tiene:

Se continua con la multiplicación a ambos lados de la ecuación 5.72 por
[
T 2

3

]−1
= T 3

2

para obtener la siguiente expresión.

T 3
2 T

2
1 T

1
FT

F
H = T 3

4 T
4
5 T

5
H (5.100)

En donde la expresión general quedaría:
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C =


c2+3(r11cϕ + r21sϕ) + r31s2+3 c2+3(r12cϕ + r22sϕ) + r32s2+3 δ10 δ13
s2+3(−r11cϕ − r21sϕ) + r31c2+3 s2+3(−r12cϕ − r22sϕ) + r32c2+3 δ11 δ14

r11sϕ − r21cϕ r12sϕ − r22cϕ δ12 δ15
0 0 0 1


(5.101)

C =


c4c5 −c4s5 s4 a34 + s4(S5 + Pz)
s4c5 −s4s5 −c4 −c4(S5 + Pz)
s5 c5 0 0
0 0 0 1

 (5.102)

En donde el valor de los coeficientes δn son:

δ10 = c2+3(r13cϕ + r23sϕ) + r33s2+3 (5.103)

δ11 = s2+3(−r13cϕ − r23sϕ) + r33c2+3 (5.104)

δ12 = r13sϕ − r23cϕ (5.105)

δ13 = c2+3(r14cϕ + r24sϕ) + r34s2+3 − a23c3 (5.106)

δ14 = s2+3(−r14cϕ − r24sϕ) + r34c2+3 + a23s3 (5.107)

δ15 = r14sϕ − r24cϕ (5.108)

Con los términos (1,4) y (2,4) de las ecuaciones 5.101 y 5.102 se obtienen las expresiones
de seno y coseno del ángulo θ4.

s4 =
c2+3 + (r14cϕ + r24sϕ) + r34s2+3 − a23c3 − a34

S5 + Pz
(5.109)

c4 =
s2+3 + (r14cϕ + r24sϕ)− r34c2+3 − a23s3

S5 + Pz
(5.110)

Con las dos expresiones anteriores se puede relacionar con la tangente y encontrar el valor
del ángulo θ4.

θ4 = atan(s4, c4) (5.111)
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Capı́tulo 6
Desarrollo de la Interfaz BCI
Basada En SSVEP-EEG

En el presente capítulo se presentan los procedimientos experimentales relacionados con
el desarrollo de una interfaz BCI para la manipulación de un dispositivo externo como
lo es el manipulador Mitsubishi RV-M1. Se introducen las herramientas tecnológicas y
conocimientos técnicos implementados para el desarrollo.

6.1. Herramientas Open-Source
Como se ha venido mencionado en los anteriores capítulos, las diferentes etapas del pro-
ceso requieren de procesamiento de señales, tratamiento de datos en vivo y creación de
interfaz gráfica que permita visualizar etapas del proceso y el desarrollo de modelos de
Machine Learning para la clasificación de patrones. La gran mayoría de lenguajes de alto
nivel pueden cubrir de manera parcial estos criterios, en donde los lenguajes más populares
para este tipo de aplicaciones son Matlab, Labview, C++ y Python.

La selección del lenguaje de programación apto para el desarrollo de la interfaz debe tener
en cuenta las siguientes consideraciones:

Programación orientada a objetos: Se necesita la programación orientada a objetos
para desarrollar clases, métodos y objetos que permitan instanciar las clases defini-
das con el fin de organizar y optimizar las tareas o funciones de un programa.

Programación por hilos: La programación por hilos es un concepto desarrollado para
dar solución al problema de realizar procesos algorítmicos en paralelo, denominan-
do cada proceso como un "hilo"que ejecuta un proceso en paralelo a otro proceso.

Desarrollo de interfaces: Para gran cantidad de aplicaciones se hace necesario reali-
zar una interfaz para visualizar diferentes variables de un proceso o interactuar con
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6.2 Etapas del proceso de la interfaz BCI

un usuario, En el caso de interfaces cerebro computador una interfaz gráfica facilita
la interacción del programa con el usuario.

Licencias: Los diferentes lenguajes de programación así como sus entornos de desa-
rrollo tienen algún tipo de licencias las cuales tienen costos elevados.

Librerías: Para todos los criterios anteriores los diferentes lenguajes de programa-
ción utilizan diferentes librerías con algoritmos ya definidos para implementar y dar
solución a diferentes problemáticas.

Con base en estos criterios mencionados se ha seleccionado el lenguaje de programación
Python. Este lenguaje de programación es un lenguaje interpretado orientado a objetos de
alto nivel con semántica dinámica. Python es uno de los lenguajes más utilizados para el
desarrollo científico, estudio de métodos numéricos, aplicaciones de Machine Learning y
análisis de datos.

A continuación se mencionan algunas de las ventajas de este lenguaje.

Software libre y de código abierto.

Código estructurado y fácil de leer y entender.

Multiplataforma y de propósito general.

Librerías de inteligencia artificial y Machine Learning de código abierto.

Para el desarrollo de una interfaz de reconocimiento estudiando señales cerebrales en vivo
es necesario implementar diferentes librerías de Python las cuales se presentan a continua-
ción.

Numpy: Numpy es una librería para computación científica en Python que provee
herramientas algorítmicas para la operación de vectores y arreglos multidimensio-
nales, así como también es utilizada para almacenar datos y su posterior análisis.

Scipy: Es una librería con funciones avanzadas usadas para la investigación en mate-
máticas, ciencias e ingeniería, Esta librería es ampliamente utilizada para el análisis
de señales.

Scikit-learn: es una librería con funciones diseñadas para el análisis y minería de
datos, así como el desarrollo de modelos de Machine Learning.

6.2. Etapas del proceso de la interfaz BCI
Como se ha mencionado en anteriores capítulos, la interfaz cerebro-computador propuesta
consta de diferentes procesos o etapas para llevar a cabo la operación de un manipulador
por medio de señales obtenidas de un electroencefalograma. De manera general se inicia
con el estímulo en el usuario, posteriormente se realiza un electroencefalograma con el
estímulo, este electroencefalograma que obtiene las señales cerebrales pasa por una etapa
de preprocesamiento que consta de filtros pasa banda para eliminar la baja frecuencia que
proviene del tipo de EEG que se obtiene el cual es un SCP, un filtro Notch de 60Hz para
eliminar el componente de la red, para posteriormente extraer las características por medio
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de la densidad espectral de potencia y de la transformada Wavelet, en donde estas caracte-
rísticas serán las entradas de los clasificadores en donde se obtiene un modelo, el cual se
evalúa en linea para determinar cual de los estímulos está observando el usuario y de esta
manera clasificar las señales en comandos Melfa Basic IV para ordenar al manipulador
Mitsubishi RV-M1 que llegue a un punto espacial predeterminado y asociado con cada
uno de los cuatro puntos de estímulo que se tienen, encontrándose un punto en el espacio
de trabajo del manipulador asociado a uno de los cuatro estímulos SSVEP.

A continuación se presenta una lista en orden secuencial de las tareas o procesos que se
realizaron. En la figura 6.1 se puede observar un esquema general del proceso de la interfaz
BCI.

estímulo (SSVEP)

Electroencefalograma

• OpenBCI

Preprocesamiento

• Filtros

◦ Pasa-banda 2Hz - 25Hz

◦ Notch 60Hz

• Escala

Extracción de características

• Densidad Espectral De Potencia (PSD)

• Discrete Wavelet Transform

Clasificación

• KNN

• Arboles de decisión

• Comandos Melfa IV

Mitsubishi RV-M1
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6.3 Datos de entrada

Figura 6.1 Diagrama general de la interfaz BCI propuesta.

6.3. Datos de entrada
Como se puede observar en la figura 6.1, la medición de las señales correspondientes a la
actividad de la corteza cerebral, se realiza mediante un electroencefalograma no invasivo
capturando por medio de electrodos y un sistema diseñado especialmente para obtener este
tipo de señales. El electroencefalograma implementado se realiza sobre los puntos Oz ,
O1 y O2 del sistema de ubicación de electrodos 10-20. El objetivo de estos electrodos
ubicados en estas posiciones especificas es el de obtener la actividad de la corteza cerebral
generada por los estímulos visuales que se logran generar debido a la vía óptica, la cual
fue explicada brevemente en la sección 3,2,2.

En la figura 6.2 se puede observar la ubicación de los electrodos.

Figura 6.2 Posición de electrodos según sistema 10 - 20.
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6.4 OpenBCI

6.3.1. Estímulo implementado
Los estímulos implementados están basados en el Steady-State Visually Evoked Potentials
(SSVEP), en donde teoría y funcionamiento se explicaron en el capítulo 4 y 5 respectiva-
mente, en resumen es una metodología que expone a un usuario a un estímulo visual
parpadeante a una frecuencia constante, y donde su frecuencia puede ser observa imple-
mentando un estimador de densidad espectral de potencia mediante la adquisición de un
Electroencefalograma en la regiones parietal o occipital del cuero cabelludo donde se en-
cuentra la corteza visual.

Para generar la frecuencia estímulo en el usuario, se implementó una metodología SSVEP
con dos variantes mediante una interfaz realizada en Python, estas variantes recibieron
los nombres de Metodología visual SSVEP continuo (SSVEP-C) y SSVEP Stop-Play
(SSVEP-SP), estas variantes realizan un cambio en la forma como se presentan los estí-
mulos de cada frecuencia en una interfaz general, la interfaz general consta de 4 rectángu-
los que parpadean a una frecuencia constante (4 Hz, 5 Hz, 6 Hz y 7 Hz), en su parpadeo
se intercambian los colores blanco y negro. Continuando con la variante visual SSVEP-
C, consiste en mantener el parpadeo de los 4 rectángulos indefinidamente, mientras el
SSVEP-SP mantiene el parpadeo de los rectángulos por 10 segundos y posteriormente
realiza una pausa de 5 segundos en la interfaz.

Figura 6.3 Interfaz General.

Como se mencionó la interfaz esta compuesta por 4 rectángulos que se muestra en la
figura 6.3, los rectángulos se posicionan en cada esquina con la finalidad que su parpadeo
no interfieran en el momento de realizar una prueba, también en la figura 6.3 se logra
observar 4 cuadrados de borde blanco en el centro de los rectángulos que realizan los
estímulos, la finalidad de estos cuadrados es que el usuario fije su mirada en ellos y los
pueda usarlo de guía para no perder la concentración o el enfoque.

6.4. OpenBCI
Como ya se ha mencionado la medición de la actividad cerebral se realiza mediante un
electroencefalograma no invasivo de bajo costo. Para realizar la primera etapa o proceso
de la interfaz BCI se tienen en cuenta estos criterios de no invasión y costo para escoger la
plataforma OpenBCI.
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OpenBCI es una plataforma cerebro computadora open - source que permite realizar me-
diciones de actividad eléctrica producida por el cerebro (EEG), músculos (EMG) y el co-
razón (ECG). Para la implementación de estas mediciones se tiene además un software de
código abierto el cual permite visualizar las diferentes señales así como su transformada
rápida de Fourier y las ondas cerebrales.

Los componentes principales de la plataforma OpenBCI es:

Hardware

• OpenBCI Board

• Electrodos

• USB Dongle

Software

• Comunicación serial

• Formato de datos

• Interfaz gráfica

OpenBCI Board junto con el dispositivo USB Dongle establecen una comunicación WIFI
mediante la cual la tarjeta que realiza las mediciones de la actividad cerebral y los valores
de los potenciales que registra la tarjeta son enviados a un computador mediante el USB
Dongle.

La tarjeta de OpenBCI cuenta con 8 canales para realizar las mediciones, junto con dos
pines de referencia los cuales suelen ubicarse con los electrodos en los lóbulos de las
orejas.

Figura 6.4 Cyton Board.
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Para lograr extraer las mediciones de las actividades cerebrales, la tarjeta transmite los
potenciales de cada uno de los canales por medio de Wifi al dispositivo USB el cual por un
puerto serial transmite los datos y la librería Pyopenbci permite recibir la trama de datos
del puerto serial codificarlos con un formato predeterminado.

Figura 6.5 Librería Pyopenbci para recibir los datos online.

La tarjeta ADS1299 codifica los datos con una estructura especifica, la cual se muestra en
la figura 6.6.

Figura 6.6 Estructura de los datos codificados en un texto plano.

Con la ayuda de la librería PyopenBci desarrollada por los mismos OpenBCI la cual
se encarga de presentar los datos en una trama de datos la cual se presenta a continua-
ción.

La librería PyopenBci está disponible en el repositorio de github de OpenBCI
https://github.com/OpenBCI/OpenBCI_Python

La trama de datos que se transmite por el puerto serial mediante el dispositivo USB Dongle
tiene una estructura definida, la cual como se mencionó gracias a la librería Pyopenbci se
puede leer en vivo a una frecuencia de 250Hz.
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Figura 6.7 Trama de datos a analizar en vivo.

Cada canal de los ocho canales que son transmitidos en vivo, son almacenados en arreglos
en donde dependiendo del tiempo de procesamiento, el cual es determinado por la efi-
ciencia del estímulo que se ve afectado por factores del ambiente de trabajo. Analizando
entonces vectores unidimensionales

6.5. Pre-procesamiento
Como se mencionó en el capítulo 5 el preprocesamiento se divide en tres pasos, el primer
paso es multiplicar un factor escala por los datos adquiridos en cada canal del Electroen-
cefalograma, el dispositivo que se utiliza es la tarjeta Cyton Biosensing Board de la cual
es factor escala viene dado por

ScaleFactor =
4500000

24

223−1
(6.1)

El segundo paso es aplicar un filtro Notch sobre la señal capturada en cada canal, con
la finalidad de eliminar la frecuencia de la red, que en este caso es de 60 Hz, se utiliza el
módulo de scipy signal con un filtro tipo Butterworth de orden 3 en Python, y por el ultimo
y como tercer paso es aplicar un filtro pasa-banda con la finalidad de eliminar el offset DC
y bandas frecuenciales que no aporten características al sistema, eL filtro Pasa-Banda esta
diseñado con el mismo módulo de Python que el filtro Notch e igual tipo de filtro, en este
caso se implemento de orden 2 y la banda va desde 1 Hz hasta 20 Hz.

6.5.1. Programación por hilos
En las ciencias de la computación el termino denominado "hilo"hace referencia a un pro-
grama que se ejecuta en paralelo junto a otro programa. Este subproceso generalmente
suele ejecutarse con el fin de realizar una tarea en paralelo que sirve para interactuar con
otros procesos que se están ejecutando.

Para este proyecto se tiene la implementación de dos hilos que ejecutan procesos en para-
lelo los cuales se describen a continuación.

Lectura de datos (Señales EEG): La lectura de las señales que provienen del puerto
serial se realizan mediante un hilo o "thread", el cual obtiene los datos de los ocho
canales y los almacena en un arreglo para cada canal, para que posteriormente el
segundo hilo procese estos arreglos.
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Análisis de las señales: El segundo hilo se encarga de analizar las señales, pro-
cesando los ocho arreglos creados, en donde se filtran las señales, se procesan y
clasifican en comandos Melfa. Todo esto mientras el primer hilo en paralelo lee las
señales desde el puerto serial.

Figura 6.8 Esquema general del programa diseñado por hilos.

6.6. Extracción de características
Después de aplicarle el preprocesamiento a las señales, se evalúa por medio de la interfaz
gráfica de las señales que canal refleja en mayor amplitud la frecuencia estímulo y en base
a ese canal se procede a realizar la extracción de características, este proceso se debe rea-
lizar cada vez que se realice un cambio de usuario, es la puesta de punto del sistema BCI,
además otro elemento de puesta de punto es que el usuario se adecue al sistema SSVEP,
esto se da realizando de 5 a 10 pruebas con el sistema en funcionamiento, para que las
ondas cerebrales se adapten al cambio de entorno y pueda coger el ritmo de los estímulos,
es normal que este rango de pruebas salgan algunas erróneas mientras las señales neuro-
nales se adapten al entorno. Continuando con la extracción de características ya después
de haber escogido el canal más sobresaliente, se procede en primera instancia a estimar
la Densidad Espectral de Potencia, en este caso se utilizó la librería de Scipy Signal con
el módulo de Welch, el cual como se mencionó la teoría en el capítulo 5, es un método
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basado en la FFT y el Periodograma para estimar la Densidad Espectral de Potencia uti-
lizando segmentos o ventanas para el cálculo y reduciendo la varianza que generaría el
Periodograma, en el módulo del Welch en Python se utiliza una ventana de 512∗fs donde
fs = 250 Hz, es una ventana grande con la finalidad de obtener una mejor resolución
de frecuencia, recordemos que cuanto más pequeña es la ventana, mejor es la resolución
temporal, y cuanto más grande es la ventana mejor es la resolución de frecuencia.

Posterior a la aplicación del método Welch, se procede a dividir la Densidad Espectral de
Potencia en diferentes rangos frecuenciales, con la finalidad de filtrar la bandas frecuencia-
les a la cuales están diseñados lo estímulos de la interfaz SSVEP en la figura 4.5 se puede
observar de forma gráfica como se ve la señal después de aplicarle el método de Welch y
a la vez un pico en amplitud significativo en las frecuencias de los estímulos, para reducir
la carga computacional se realiza los intervalos en relación a los rangos donde se genera
y termina el pico de amplitud según la figura 4.5, los rangos escogidos están dados de la
siguiente manera

Rango4Hz = 3,85Hz a 4,15Hz

Rango5Hz = 4,85Hz a 5,15Hz

Rango6Hz = 5,85Hz a 6,15Hz

Rango7Hz = 6,85Hz a 7,15Hz

Después de extraer los anteriores rangos frecuenciales en amplitud y frecuencia, se procede
a calcular el punto máximo de los 4 rangos frecuenciales, con la finalidad de encontrar que
rango frecuencial tiene la mayor amplitud, luego de encontrar que rango tiene la mayor
amplitud se procede a extraer del rango el valor en amplitud máxima y el valor de la
frecuencia relacionada a esa amplitud para luego ser enviadas al clasificador, y que decida
a que frecuencia pertenece.

6.6.1. Descomposición DWT
El uso del análisis por medio de la descomposición Discreta de Wavelet suele utilizarse
cuando en una señal hay componentes frecuenciales o eventos cortos dentro de la señal
que son son difíciles de detectar con las técnicas espectrales comunes que se derivan del
análisis de Fourier.

En el caso de este trabajo los sujetos están bajo estímulo SSVEP y al ser un estímulo el
cual se analiza a lo largo del dominio de toda la señal, la técnica del Periodograma o las
técnicas de análisis espectral basadas en Fourier suelen adaptarse mejor que las técnicas
localizadas como lo son la transformada Wavelet.

En este caso se utiliza la transformada Wavelet para encontrar características locales
tiempo-frecuencia, para determinar si el estímulo está afectando la señal.

Uno de los objetivos principales de este trabajo es el de clasificar las señales en tiempo
real, por lo que para desarrollar esta clasificación utilizando la DWT es necesario que
sea offline, pues la metodología detrás de esta transformada para extraer características
consta de descomponer la señal EEG en bandas frecuenciales y en la banda frecuencial
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que contiene los rangos frecuenciales del estímulo SSVEP se extraen características como
lo son la entropía, la media y la energía.

La DWT se realiza mediante la convolución de la señal de entrada con un filtro Wavelet,
también llamado Wavelet madre. Como se mencionó anteriormente existen varias familias
de Wavelets. En este trabajo se utilizó un filtro wavelet de la familia Daubechies, específi-
camente la wavelet Daubechies-9 (db9). Esta elección se justificó debido a la forma de las
señales EEG SSVEP, en donde la forma de la Wavelet db9 es similar y suele implementar-
se para este tipo de análisis de señales EEG. Al elegir un filtro Wavelet con forma similar
de una señal sinusoidal, se espera una buena correlación entre las dos señales.

6.7. Interfaz
La interfaz gráfica que interactúa con el usuario que opera el manipulador Mitsubishi RV-
M1 puede ser dividida en dos:

Estímulo SSVEP

Procesamiento y clasificación

Para la primera interfaz, se tiene una pantalla completa en donde se presenta el estímulo
SSVEP, que como ya se mencionó anteriormente consiste en mantener el parpadeo de los
4 rectángulos indefinidamente, mientras el SSVEP-SP mantiene el parpadeo de los rec-
tángulos por 10 segundos y posteriormente realiza una pausa de 5 segundos en la interfaz.
En la segunda parte de la interfaz se tiene el procesamiento de las señales obtenidas por el
sistema OpenBCI.

Figura 6.9 Interfaz gráfica.
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6.8. Clasificación
Como se mencionó en el capítulo 5, antes de realizar el clasificador se debe realizar un
dataset en archivo de texto plano, con la finalidad de entrenar y validar el clasificador.
Para la implementación del sistema BCI se realizaron dos dataset, cada uno destinado para
una variante de la metodología SSVEP expuesta anteriormente (Visual SSVEP continuo
y SSVEP Stop-Play), cada dataset consta de 40 muestras, las cuales se registraron en un
ambiente de poco ruido sonoro y con una iluminación artificial tipo difusa y de color
blanca, el registro de datos para cada dataset se llevo a cabo en dos secciones, cada sección
contó con el registro de 10 muestras por cada estímulo (representado en frecuencia 4 Hz, 5
Hz, 6 Hz y 7 Hz) de forma consecutiva, las muestras fueron registradas usando el software
de OpenBCI y cada sección contó con monitores diferentes y con personas diferentes, para
el dataset de la variante visual SSVEP Stop-Play, se contó con un monitor de referencia
AL1916W de marca ACER de resolución 1440x900 píxeles a una tasa de refresco de 60
Hz, por otro lado, la persona a la cual se le realizo el registro de señales contaba con una
buena alimentación, un estado de animo equilibrado y una edad de 23 años, en el registro
de señales la persona se posiciono a una distancia aproximada de 18 cm frente del monitor,
cada muestra tuvo una duración de 12 segundos, en la segunda sección para la variante
visual SSVEP continuo, la persona contaba con las mismas condiciones, el monitor en
este caso una pantalla integrada en un portátil de marca Lenovo, con una resolución es
de 1920x1080 píxeles y tasa de refresco de 60 Hz, la duración que tuvo cada muestra fue
de 30 segundos, es importante mencionar que cada muestra se almacena en un archivo
de texto plano generado por el software de OpenBCI y luego se importa a un algoritmo
realizado en Python el cual extrae las características de amplitud máxima con su frecuencia
relacionada como se menciona en el apartado 6.6 de las 40 muestras de señales EEG
y procede almacenar dichas características en un dataset final para luego ser enviado al
algoritmo del clasificador.

Figura 6.10 Dataset.

(a) Primero 5 Datos. (b) Últimos 5 Datos.

En la anterior figura se observa los primeros y últimos 5 datos del dataset, la colum-
na EjeX hace referencia a la frecuencia en (Hz) donde se registra la amplitud máxima
en (µV 2/Hz) la cual vendría siendo el EjeY y por ultimo la columna Frecuencia que es
la etiqueta de los datos con respecto al estímulo visto.
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6.8.1. Evaluación de los clasificadores
Para evaluar los modelos de los clasificadores se utilizan como principales métricas la
Exactitud, Precisión, Sensibilidad y Puntaje de F1. Para conocer el valor de estas métri-
cas se tiene dos opciones, la primera opción es por medio de la librería de Scikit Learn,
utilizando sus módulos de accuracy_score para la Exactitud, precision_score para la Pre-
cisión, recall_score para la Sensibilidad y f1_score para el Puntaje de F1.

Precisión: La precisión es la relación donde está el número de positivos verdaderos
(TP) y el número de falsos positivos (FP). La precisión es intuitivamente la capa-
cidad del clasificador de no etiquetar como positiva una muestra que es negativa,
donde el mejor valor es 1 y el peor valor es 0.

Sensibilidad: La sensibilidad es la relación donde está el número de verdaderos po-
sitivos (TP) y el número de falsos negativos (FN). La sensibilidad es intuitivamente
la capacidad del clasificador para encontrar todas las muestras positivas, donde el
mejor valor es 1 y el peor valor es 0.

Puntaje F1: El puntaje F1 se puede interpretar como un promedio ponderado de la
precisión y la sensibilidad, donde un puntaje F1 alcanza su mejor valor en 1 y el
peor puntaje en 0 [51].

Exactitud: La exactitud es cuando el conjunto de etiquetas predichas para un con-
junto de muestras concuerdan exactamente con los valores verdaderos o reales del
conjunto, donde el mejor valor es 1 y el peor valor es 0.

La segunda opción es por medio de la construcción de una Matriz de Confusión, la cual
se puede calcular con el módulo confusion_matrix de la librería Scikit Learn. La Matriz
de Confusión es una tabla que describe el desempeño de un modelo de clasificación en
un conjunto de datos de prueba cuyos valores verdaderos son conocidos. Una Matriz de
Confusión es altamente interpretativa y a partir de esta Matriz de Confusión se puede
calcular las anteriores métricas mencionados.
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Figura 6.11 Matriz De Confusión

Donde de se tiene que

TP(True Positive): Son los casos en los que el dato real es Verdadero y la predicción
también es Verdadera, es decir la predicción es correcta.

FN(False Negative): Son los casos en los que el dato real es Falso y la predicción
también es falsa, es decir la predicción también es correcta para este caso.

FP(False Positive): Son los casos en que el dato real indica que es Falso y la predic-
ción es Verdadera, es decir la predicción es incorrecta. La palabra Falso es porque
el modelo ha pronosticado incorrectamente y positivo porque la predicción ha sido
positiva.

TN(True Negative): Son los casos en que el dato real indica que es Verdadero y la
predicción es Falsa,es decir la predicción es incorrecta. La palabra Falso es porque
el modelo ha predicho incorrectamente y negativo porque predijo que era negativa
[52].

El número total de muestras de cualquier clase sería la suma de la fila correspon-
diente, es decir, el TP + FN para esa clase.

El número total de FN para una clase es la suma de valores en la fila correspondiente,
excluyendo el TP.

El número total de FP para una clase es la suma de valores en la columna corres-
pondiente, excluyendo el TP.

El número total de TN para una clase determinada será la suma de todas las colum-
nas y filas, excluyendo la columna y la fila de esa clase.
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La expresión E(clase-clase), representa la predicciones incorrectas realizadas por el
clasificador. En la matriz de confusión estas predicciones incorrectas se encuentran
fuera de la diagonal TP. Ej: E(AB)

A partir de la Matriz de Confusión de la figura 6.11, se puede calcular las métricas para
cada clase, clase A, B, C y D. Para la métrica de precisión se tiene

FP (A) = E(BA) + E(CA) + E(DA)

PrecisionA =
TP (A)

TP (A) + FP (A)

PrecisionA =
TP (A)

TP (A) + E(BA) + E(CA) + E(DA)

PrecisionB =
TP (B)

TP (B) + E(AB) + E(CB) + E(DB)

PrecisionC =
TP (C)

TP (C) + E(AC) + E(BC) + E(DC)

PrecisionD =
TP (D)

TP (D) + E(AD) + E(BD) + E(CD)

(6.2)

Ahora si se desea calcular la métrica de precisión para todo el modelo se usa un método
para promediar los cálculos de cada clase, en los métodos más usados se tiene macro, micro
y weighted, del cual se escoge el weighted, que consiste en representar el desequilibrio de
clase al calcular el promedio de las métricas binarias 6.2 en las que la puntuación de cada
clase se pondera por su presencia en la muestra de datos reales o verdaderos, la precisión
total resultante es equivalente a

FN(A) = E(AB) + E(AC) + E(AD)

ACIA =
TP(A) + FN(A)

M
, M = Total De Datos

PrecisionTotal = ACIA ∗ PrecisionA +ACIB ∗ PrecisionB + ...

...+ACIC ∗ PrecisionC +ACID ∗ PrecisionD

(6.3)

Para hallar la sensibilidad se procede de igual forma para cada clase la siguiente ecua-
ción

SensibilidadA =
TP (A)

TP (A) + FN(A) (6.4)

Luego de hallar para cada clase la sensibilidad, lo siguiente es usar el método de weighted
para promediar, y hallar la sensibilidad total del modelo

SensibilidadTotal = ACIA ∗ SensibilidadA +ACIB ∗ SensibilidadB + ...

...+ACIC ∗ SensibilidadC +ACID ∗ SensibilidadD
(6.5)
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Después de obtener cada valor de precisión y sensibilidad para cada clase se procede a
realizar el Puntaje F1 con la siguiente ecuación

Puntaje_F1A =
2 ∗ PrecisionA ∗ SensibilidadA
PrecisionA + SensibilidadA (6.6)

Luego de obtener todos los valores del Puntaje F1 de cada clase se promedia con el método
de weighted, para obtener el Puntaje F1 total del modelo

Puntaje_F1Total = ACIA ∗ Puntaje_F1A +ACIB ∗ Puntaje_F1B + ...

...+ACIC ∗ Puntaje_F1C +ACID ∗ Puntaje_F1D
(6.7)

Por ultimo la métrica de Exactitud del modelo se calcula con la suma de la diagonal de
la matriz de confusión y se divide en el número de muestras, la ecuación es la siguien-
te

Exactitud =
TP (A) + TP (B) + TP (C) + TP (D)

M
, M = TotalDeDatos (6.8)

6.9. Tiempo de Ejecución
Se llama Tiempo de Ejecución al tiempo que se demora un estímulo de frecuencia en con-
vertirse en un comando del manipulador. El Tiempo de Ejecución esta dado por diferentes
factores, el primer factor es el número de datos necesarios para poder realizar la extrac-
ción de características de la señal EEG, para las dos variantes de la metodología SSVEP
son diferentes. En la variante SSVEP-SP es de 3750 datos lo que equivale a 15 segundos
teniendo en cuenta que la frecuencia de muestreo de 250 Hz, y para la variante SSVEP-C
es de 7500 lo que equivale a 30 segundos, el segundo factor es el Tiempo de Ejecución de
cada comando del Manipulador RV-M1 que en promedio es de 7 a 10 segundos, también
se toma un lapso corto de tiempo para el intercambio de estímulo en la interfaz gráfica por
parte del usuario y por ultimo, el factor entorno, cuando el entorno es considerablemente
bueno, es decir, luz adecuada, ambiente de trabajo tranquilo y poco ruido sonoro el Tiem-
po de Ejecución disminuye considerando tiempos de 10 segundos para SSVEP-SP y 30
segundos para SSVEP-C, de lo contrario los tiempos aumentan.

La relación existente entre el número de datos y el tiempo de ejecución está dada por la
siguiente expresión.

Ndatos = Tiempo(s) ∗ Frecuencia
(

1

s

)
(6.9)

6.10. Comunicación serial con el Manipulador
Después de clasificar y etiquetar las señales EEG en relación a su frecuencia estímulo, se
procede a realizar la comunicación serial con el Manipulador RV-M1.
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EL Manipulador RV-M1 utiliza una comunicación serie por medio de la interfaz RS-232C,
su transmisión de datos es síncrona. es decir, donde cada bloque de bits se transmite como
una cadena estacionaria sin utilizar códigos de comienzo o de parada, en donde el tamaño
del bloque es indiferente.

Para la implementación de la comunicación serial entre el Manipulador RV-M1 y el or-
denador fue necesario fabricar un cable conversor de DB-25 a DB-9, puesto que los ya
fabricados venían estandarizados y sus pines no concordaban con los pines necesarios pa-
ra el accionamiento del Manipulador RV-M1, además también fue necesario la utilización
de un conversor de DB-9 a USB, por el motivo que en la actualidad son muy pocos lo
computadores que traen integrado en su Motherboard este puerto, el esquema del cable
fabricado se muestra en la figura 6.17.

Para continuar con la implementación de la comunicación, es necesario abordar el contro-
lador del Manipulador RV-M1 y su sistema que tiene para la comunicación, pues este está
compuesto por una cierta cantidad de Dip-Switch que dependiendo sus parámetros o posi-
ciones establecen una configuración de comunicación por medio de la interfaz RS-232C.
El controlador del Manipulador RV-M1 cuenta con 3 conjuntos de Dip-Switchs compues-
tos por 8 bits, cuyos nombres son SW1, SW2 y SW3 y que se muestran en la siguiente
figura

Figura 6.12 Dip-Switchs: SW1, SW2 y SW3

El SW1 cumple las funciones mostradas en la figura 6.13
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Figura 6.13 Dip-Switchs: SW3 [53].

El SW2 cumple las funciones mostradas en la figura 6.14, las cuales van relacionados
al formato de transferencia asíncrona. Las posiciones de este interruptor determinan el
número de bits de parada, el número de bits de datos, el bit de paridad y el factor de
velocidad de transferencia.

Figura 6.14 Dip-Switchs: SW2 [53].

El SW3 cumple las funciones mostradas en la figura, 6.15, el cual establece la velocidad
de transferencia.
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Figura 6.15 Dip-Switchs: SW1 [53].

La configuración de Dip-Switchs que se estableció para la comunicación serial fue la si-
guiente

Figura 6.16 Configuración de Dip-Switchs.

En la figura 6.16, observamos que la configuración de la comunicación queda de la si-
guiente manera

Secuencia de terminación en Python (’\r’+comando+’\r’).

4800 baudios.

7 bits de datos.

Paridad par.

1 bit de parada.

La interfaz electrónica para la comunicación del controlador del robot con dispositivos
externos se realiza mediante comunicación serial, en donde el controlador cuenta con un
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puerto DB25. En los dispositivos y computadores actuales es complejo encontrar este tipo
de puerto, por lo que es necesario realizar una interfaz propia que convierta la comunica-
ción que proviene de un puerto DB25 a uno puerto más utilizado. Para esto se realiza la
fabricación del cable que se muestra a continuación.

Figura 6.17 Esquema del cable.

6.10.1. Comandos MelfaBasic IV
Después de establecer la comunicación serial con el ordenador, se procede a realizar una
función en Python para el envió de comandos al manipulador RV-M1. En esta función se
establece los parámetros de tasa de baudios, tipo de paridad, bits de para, bits de datos y
puerto.

El Manipular RV-M1 cuenta con un gran número de comandos, para su funcionamiento,
para registrar y eliminar posiciones, para resetear errores entre otros, para este proyecto se
tiene en cuente 5 comandos los cuales brindan acceso al funcionamiento y manipulación
del RV-M1, los comandos son

OG: Lleva el robot al origen de movimiento por articulación. J1 = J2 = J3 =
J4 = J5 = 0 grados.

SP(0-9): Define la velocidad de movimiento del robot y su aceleración.

NT: Lleva el robot a su origen mecánico.

RS(Reset): Permite suspender el sonido de una señal de alarma continua.

MJ: Mueve el robot por articulaciones. Cada parámetro se suministra en grados
según los límites de cada articulación.
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Capı́tulo 7
Resultados

7.1. Pre-procesamiento
Como se mencionó en el capítulo 6 el primer paso es la aplicación del factor escala a toda
la señal EEG, en la figura 7.1 se puede observar la señal EEG en el dominio del tiempo y
en el dominio de la frecuencia con su Factor Escala ya aplicado.

Figura 7.1 Señal EEG con Factor Escala y sin Filtros.

(a) Dominio del Tiempo. (b) Dominio de la Frecuencia.

Continuando con el segundo paso, el cual es la aplicación del filtro Notch sobre la señal
EEG, se nota la reducción en amplitud de la interferencia de la red que esta dada en los
60 Hz, el filtro Notch tiene una banda de 3 Hz por debajo y por encima de los 60 Hz,
pues cómo se observa en la figura 7.1, la interferencia en amplitud empieza al rededor de
los 57 Hz y termina aproximadamente en los 63 Hz, en la figura 7.2, se observa la señal
EEG con el filtro Notch ya aplicado en el dominio del tiempo y frecuencia.
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Figura 7.2 Señal EEG con Factor Escala y con Filtro Notch.

(a) Dominio del Tiempo. (b) Dominio de la Frecuencia.

Y por último, el paso de aplicarle a la señal EEG el filtro Pasa-Banda, con el fin de eliminar
el offset DC y las bandas frecuenciales que no aportan información en este caso, la banda
es de 0.1 Hz a 20 Hz, en la figura 7.3, se observa la señal EEG ya con su debido Pre-
procesamiento.

Figura 7.3 Señal EEG con Factor Escala, con Filtro Notch y Pasa-Banda.

(a) Dominio del Tiempo. (b) Dominio de la Frecuencia.

7.2. Extracción de características

7.2.1. PSD
Para hallar la Densidad Espectral de Potencia, se optó por utilizar el método Welch para
estimarla, cómo se menciona en los capítulo 5 y 6, la idea de usar la Densidad Espectral
de Potencia, es poder ver la señal en el dominio de frecuencia y observar en que banda
frecuencial se obtuvo una mayor amplitud. Para el proyecto se tiene 4 estímulos en fre-
cuencia de 4 Hz, 5 Hz, 6 Hz y 7 Hz con la metodología SSVEP. En las figuras 7.4, 7.5,
7.6 y 7.7, se puede observar cómo es la Densidad Espectral de Potencia dependiendo del
estímulo utilizado.
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Figura 7.4 Densidad Espectral De Potencia Para el estímulo de 4 Hz.

Figura 7.5 Densidad Espectral De Potencia Para el estímulo de 5 Hz.

En las figuras 7.4, 7.5, 7.6 y 7.7 están compuestas por dos gráficas que muestran el estímulo
generado en diferentes amplitudes, es decir si se observa la figura 7.4, en la parte izquierda
se ve una gráfica de PSD para el estímulo SSVEP de 4 Hz con una amplitud en 4 Hz
es considerablemente alto con respecto a la gráfica de la parte derecha de la figura, esto
se debe a que todo experimento existen pruebas buenas, regulares y malas, en este caso
la gráfica de la parte izquierda es buena y la de la parte derecha es regular, no obstante,
aunque la gráfica de la parte derecha es regular, sigue siendo un estímulo generado en
4 Hz, puesto que por medio de los rangos definidos en el capítulo 6 sección 6.6, el pico en
amplitud más alto se genera en los rangos de 4 Hz, de esta manera se descartan posibles
interferencias que pueda superar en amplitud a un estímulo, un caso más evidente es el de
la figura 7.5, cuyo estímulo SSVEP es de 7Hz, en la gráfica de la parte derecha se ven dos
picos en amplitud notorios en 3.2 Hz y 7 Hz en el cual el pico máximo en toda la señal se
da en 3.2 Hz, pero gracias a la implementación de los rangos este pico en amplitud queda
descartado.
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Figura 7.6 Densidad Espectral De Potencia Para el estímulo de 6 Hz.

Figura 7.7 Densidad Espectral De Potencia Para el estímulo de 7 Hz.

7.2.2. Wavelet
La extracción de características en el dominio tiempo - frecuencia como se ha mencio-
nado anteriormente se desarrolla haciendo uso de la Transformada Wavelet, en donde se
puede observar que gracias a esta herramienta se evidencia cómo variaciones significativas
pueden ser visualizadas tanto en el dominio del tiempo cómo en el de la frecuencia.

Esta herramienta de tiempo - frecuencia se utiliza para observar cómo el estímulo SSVEP
afecta a la señal una vez que se inicia con el estímulo.
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Figura 7.8 Dominio tiempo - frecuencia de una señal EEG con inicio de estímulo SSVEP
en 10 segundos.

Como se puede observar en la figura 7.9, en la señal EEG a los 10 segundos se puede ob-
servar una alteración, la cual resulta evidente en el espectrograma tiempo - frecuencia. Este
tipo de análisis cómo ya se explico anteriormente resulta de gran utilidad para encontrar
características temporales y frecuenciales de corta duración y que se encuentren localiza-
das o acotadas por un rango en el tiempo. Para este proyecto se tiene el procesamiento de
las señales EEG durante cada 15 o 25 segundos pero el estímulo SSVEP se presenta a lo
largo de toda la señal, por lo que este tipo de análisis no es la mejor herramienta para estos
casos.

Para realizar una extracción de características con la DWT se procede a procesar la señal
EEG con el banco de filtros para lograr una descomposición de la señal en sub-bandas
frecuenciales, en donde la última banda frecuencial de los componentes frecuenciales co-
rrespondientes con el estímulo SSVEP es la base para la extracción de características cómo
la entropía y energía de la señal para ser características que posteriormente serán la entrada
de los clasificadores.
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Figura 7.9 Descomposición de una señal EEG implementando la DWT.

Como se puede observar se logra la implementación de la descomposición de una señal
EEG implementando la DWT con el fin de eliminar las componentes frecuenciales no
deseadas y extraer características locales de la señal. Está herramienta al no analizar la
señal a lo largo de todo su dominio general es muy sensible a cambios temporales, lo
que fácilmente puede afectar la extracción de una frecuencia fundamental que se relacione
con el estímulo SSVEP, por lo que su implementación en la detección en tiempo real
de características para ser clasificadas resulta ser más complejo en términos de tiempo y
procesamiento.

7.3. Clasificación
En el capítulo 6 sección 6.8, se mencionó el uso de un dataset de 40 muestras compuesto
de 10 muestras por cada estímulo frecuencial SSVEP, es decir, 10 muestras del estímulo
de 4 Hz, 5 Hz, 6 Hz y 7 Hz, pero no se mencionó que dicho dataset fue realizado por
una persona con experiencia o experta en el funcionamiento de la interfaz SSVEP, lo cual
disminuye el error en la toma de datos para cada estímulo frecuencial SSVEP, además
al realizar los clasificadores con este dataset no tendría en parte mucho sentido puesto
que los datos no son tan dispersos y se mantienen en los rangos frecuenciales cómo se
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muestra en la figura 7.10 , no obstante cuando la pruebas se realizan con una persona
inexperta en la metodología SSVEP y no sabe su funcionamiento y trasfondo de esta, se
le es más difícil tanto a él concentrarse como a los rangos expuesto en la sección 6.6 junto
a los clasificadores encontrar el estímulo frecuencial efectuado en el usuario, por ello se
procedió a realizar un dataset para personas sin experiencia con 120 muestras realizadas
con las mismas condiciones que el dataset de 40 muestras, la finalidad de este dataset es
en parte estimar la frecuencia del estímulo a partir de la frecuencia a la que se encuentra
el SSVEP. Cuando una persona no esta acostumbrada a las frecuencias de estímulos, su
frecuencia reflejada en la Densidad Espectral de Potencia es cercana, por ejemplo si la
frecuencia de estímulo es de 4 Hz, hay una posibilidad que el pico de amplitud se vea
reflejada en una frecuencia de 4.5 Hz o superior, en las pruebas realizadas se notaron
estos cambios, lo datos capturados se muestran en la figura 7.11.

Figura 7.10 Datos capturados de una persona con experiencia en la metodología SSVEP.

En la figura 7.11, se puede observar que los datos se encuentran más dispersos que la figura
7.10, esto se debe, a que fue necesario ampliar los intervalos para los rangos en donde su
función es encontrar el máximo pico de amplitud de la señal EEG, como se menciona ante-
riormente, existe una posibilidad de que la frecuencia reflejada de un estímulo frecuencial
SSVEP se vea reflejada por encima de su valor, lo que conllevo ampliar los rangos para
estos casos, quedando de la siguiente manera

Rango4Hz = 3,8Hz a 4,8Hz

Rango5Hz = 4,8Hz a 5,8Hz

Rango6Hz = 5,8Hz a 6,8Hz

Rango7Hz = 6,8Hz a 7,8Hz
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Figura 7.11 Datos capturados de una persona sin experiencia en la metodología SSVEP.

En la figura 7.11 se logra apreciar algunos casos donde la frecuencia estímulo SSVEP
se refleja en el PSD por encima del valor real, en la práctica con todo el sistema BCI
implementado se evidencia con mayor probabilidad este caso, también en la figura 7.11
se evidencia que la frecuencia estímulo SSVEP de 7 Hz, se ve reflejada por de bajo de
su valor en algunas muestras, este caso particular se puede asimilar dos cosas, la primera
es que a pesar de realizarse 4 secciones con cada frecuencia estímulo SSVEP e intervalos
de descanso, al final el usuario termina agotado y al ser la frecuencia estímulo de 7 Hz
la final pues conlleva a que tenga mayor margen de error, por otro lado no se descarta
que la frecuencia estímulo de 7 Hz, no se vea reflejada en la señal EEG cómo a otros
usuarios, es decir que la frecuencia de 7 Hz implementada en el usuario no estimule
en gran amplitud cómo a otros usuarios, pues cómo conocemos bien en la literatura las
frecuencias estimulantes que se reflejan más en un usuario pueden ser distintas al de otra
persona, no obstante, y por tal motivo las frecuencias seleccionadas para este proyecto
tuvieron en cuenta estas características y se intentó utilizar las frecuencias más usadas en
proyectos BCI que se encuentran en linea y a la vez con unas frecuencias en la práctica o
experimentación tuvieron mayor amplitud para los autores de este proyecto.

7.3.1. Arboles De Decisión
Tanto para el clasificador de árboles cómo para K Vecinos más Cercanos, se entrenan con
los dos datasets (variante de SSVEP-SP y SSVEP-C) y se generan dos modelos a partir
de ellos, con la finalidad de implementarlos en el sistema BCI, para la variante SSVEP-
C se opta también en usar el dataset para usuarios sin experiencia, en esta sección se
muestra los diagramas del dataset para usuarios sin experiencia y el dataset para persona
con experiencia, con la finalidad de observar la profundidad de los dos árboles.
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Figura 7.12 Diagrama del Árbol de Decisión para personas con experiencia.

En la figura 7.12 se observa que la profundidad del árbol es de dos y su número de reglas se
puede intuir por el número de hojas que son 4, su nodo raíz pertenece a la clase de 4 Hz y
aparece una variables gini cuyo nombre es Índice Gini, el cual es una métrica para medir la
frecuencia con la que un elemento elegido al azar sería identificado incorrectamente. Esto
significa que se debe preferir un atributo con un índice de Gini más bajo. Por otro lado,
para la figura 7.14 se nota que la profundidad es mayor y su número de reglas aumentan
superando las 20 reglas, lo cual hace que el gasto computacional sea mayor al de la figura
7.12, sin embargo, aunque sea mayor el gasto en la implementación al tener el modelo ya
listo, la toma de decisión no es por mucho superior en tiempo al de la figura 7.12

Cuando se nombra el modelo ya listo, se refiere no solo a un modelo que no se tiene que
volver a entrenar si no además un modelo que ha tenido un estudio de profundidad para
este caso, con la finalidad de hallar la profundidad donde el porcentaje de exactitud sea
mayor, en la figura 7.13

se nota que en las profundidades de 3 a 5 el clasificador obtiene el mayor porcentaje en
exactitud por lo tanto se procede a modificar el clasificador de la figura 7.14

Figura 7.13 Estudio para hallar la profundidad con mayor porcentaje en exactitud.
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7.3 Clasificación

Figura 7.14 Diagrama del Árbol de Decisión para personas sin experiencia.

Al realizar la modificación de la profundidad del Árbol de Decisión para personas sin
experiencia se obtiene la figura 7.15

Figura 7.15 Diagrama del Árbol de Decisión para personas sin experiencia.

Como el intervalo de profundidad donde se registra el máximo de porcentaje de exactitud
es de 3 a 5, se escoge el valor mínimo pues este obtiene el mismo valor de exactitud y tiene
una menor profundidad lo que se traduce a menor gasto computacional.
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7.3.2. K vecinos más cercanos
Como se mencionó anteriormente para el clasificador de los K Vecinos más Cercanos se
tienen dos diferentes conjuntos de datos para entrenar y desarrollar el modelo.

En el primer caso se tiene un conjunto de datos en donde las muestras corresponden a
la toma de datos de un usuario sin experiencia en el estímulo SSVEP y además se tiene
un entorno de operación en donde las condiciones cómo la luz y tranquilidad no eran las
óptimas. Esta toma de datos bajo estas condiciones se realiza con el fin de entrenar un
modelo que tenga en cuenta estas consideraciones cuando el entorno de trabajo no es ideal
y para obtener una nube de puntos con más aleatoriedad.

El modelo entrenado para el conjunto de datos que se muestra en la figura 7.11 se muestra
en la figura 7.16.

Figura 7.16 Clasificación obtenida por el modelo KNN con k=14 de los puntos 7.11.

El modelo entrenado para el conjunto de datos que se muestra en la figura 7.10 se muestra
en la figura 7.17.
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Figura 7.17 Clasificación obtenida por el modelo KNN con k=14 de los puntos 7.10.

Para la selección de los k Vecinos más Cercanos se hace un pequeño algoritmo que permita
iterar con diferentes valores de k predicciones del modelo y encontrar cómo la precisión
del modelo va variando junto con los valores de k.

Figura 7.18 Clasificación obtenida por el modelo KNN con k=14 de los puntos en la figura
7.11.

Para escoger el número de k vecinos del modelo correspondiente al sujeto con experiencia
con el estímulo SSVEP se tiene el siguiente estudio.
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Figura 7.19 Clasificación obtenida por el modelo KNN con k=14 de los puntos en la
figura7.10.

7.3.3. Evaluación de los clasificadores
Para evaluar los clasificadores se usan las métricas mencionadas en la sección 6.8.1 Se
emplea la matriz de confusión para hallar las métricas de Exactitud, Precisión, Sensibilidad
y Punta je F1. En la figura 7.20 se tiene la Matriz de Confusión para el caso del modelo
para persona con experiencia y clasificador por Árboles de Decisión.

Figura 7.20 Matriz de Confusión para el modelo persona con experiencia y árboles de
decisión.

107



7.3 Clasificación

Para interpretar la Matriz de Confusión es necesario mostrar los datos verdaderos y las
predicciones, los datos verdaderos están representados por una matriz de 8x2 y las predic-
ciones son etiquetas de la frecuencia a la cual fue clasificada.

DatosV erdaderos =



Frecuencia(Hz) Amplitud(µV 2)
4,03388463e+ 00 4,27008771e− 03
5,98802395e+ 00 1,09790418e− 02
3,95256917e+ 00 6,32302247e− 03
4,01568920e+ 00 9,54383633e− 03
5,96603947e+ 00 6,26937075e− 03
4,95158451e+ 00 1,13198384e− 02
7,02097405e+ 00 8,76113268e− 03
4,94025735e+ 00 8,00022771e− 03


(7.1)

DatosPred = [’4hz ’ ’6hz ’ ’4hz ’ ’4hz ’ ’6hz ’ ’5hz ’ ’7hz ’ ’5hz ’]

Observando los DatosV erdaderos y DatosPred, se ve que las predicciones fueron rea-
lizadas correctamente, lo cual también lo corrobora la Matriz de Confusión de la figura
7.20 donde se observa en la diagonal que la predicción con cuerda con los datos verda-
deros notificando la cantidad exacta por cada clase, de lo cual se puede concluir de esta
figura 7.20 que las métricas de Exactitud, Precisión, Sensibilidad y Puntaje F1 es igual 1
o 100 %.

DatosV erdaderos =



Frecuencia(Hz) Amplitud(µV 2)
4,95723173e+ 00 5,97669956e− 03
5,98773711e+ 00 1,14048712e− 02
6,97040498e+ 00 1,18166158e− 02
4,18293363e+ 00 4,60592494e− 03
3,94335902e+ 00 1,62732347e− 02
5,80769231e+ 00 8,42422439e− 03
4,00000000e+ 00 9,22581027e− 03
5,96153846e+ 00 5,97528419e− 03
6,96153846e+ 00 1,45695537e− 02
5,57692308e+ 00 8,38350476e− 03
4,92199108e+ 00 5,49000431e− 03
5,96153846e+ 00 8,17801506e− 03
5,96153846e+ 00 9,36668119e− 03
3,96153846e+ 00 1,86725133e− 02
5,96153846e+ 00 7,34045464e− 03
3,93201421e+ 00 5,09214502e− 03
3,96153846e+ 00 1,61335642e− 02
4,26153846e+ 00 1,70599215e− 02
7,00000000e+ 00 1,35507404e− 02
3,96153846e+ 00 5,45926560e− 02
5,96153846e+ 00 8,77143074e− 03
4,57692308e+ 00 5,19528662e− 03
7,07547170e+ 00 4,45178651e− 03
3,96153846e+ 00 1,20150059e− 02



(7.2)
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DatosPred = [’5hz ’ ’6hz ’ ’7hz ’ ’7hz ’ ’4hz ’ ’5hz ’ ’7hz ’ ’6hz ’ ’7hz ’ ’5hz ’ ’5hz’
’6hz ’ ’6hz ’ ’4hz ’ ’6hz ’ ’7hz ’ ’4hz ’ ’4hz ’ ’7hz ’ ’4hz ’ ’6hz ’ ’7hz ’
’7hz ’ ’4hz ’]

En la matriz del modelo para persona sin experiencia y clasificador por Árboles de De-
cisión se observa que la suma de la diagonal no completa la cantidad de datos expuestos
para el análisis, la diagonal suma 19 y los datos totales son 24, lo cual describe que hubo
datos con predicciones dadas por el clasificador no coinciden con los datos verdaderos, la
clase de 7 Hz de la figura 7.21, se observa que de los 8 datos verdaderos predijo solo 6
datos y los otros 2 datos lo predijo cómo de la clase de 6 Hz y de 4 Hz.

Figura 7.21 Matriz de Confusión para el modelo persona sin experiencia y Árboles de
Decisión.

Para el modelo para persona con experiencia y clasificador por K vecinos más cercanos se
obtiene una matriz similar al de la figura 7.20, de igual formas todas las métricas vistas
dan 1 o 100 %.
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Figura 7.22 Matriz de Confusión para el modelo persona sin experiencia y K Vecinos más
Cercanos.

Para la Matriz de Confusión para el modelo persona sin experiencia y K Vecinos más
Cercanos se observa en la figura 7.22, de los 24 datos verdaderos se obtuvo 20 predicciones
correctas.

A continuación se presenta una tabla con todas las métricas para cada modelo de clasifica-
dor presentado anteriormente.

Clasificador Métricas
Exactitud Precisión Sensibilidad Puntaje de F1

Árboles de decisión en
ambiente controlado 1.00000 1.00000 1.00000 1.00000

Árboles de decisión en
ambiente no controlado 0.791667 0.833333 0.791667 0.79960

K Vecinos más Cercanos
en ambiente controlado 1.00000 1.00000 1.00000 1.00000

K Vecinos más Cercanos
en ambiente no controla-
do

0.833333 0.857638 0.833333 0.837973

Tabla 7.1: Métricas De Evaluación Para Modelos De Clasificación
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7.4 Sistema BCI

7.4. Sistema BCI
Como se mencionó en los anteriores capítulos el sistema BCI esta compuesto por: Interfaz
BCI, encargada de hacer reflejar en el usuario un estímulo en su señal EEG y de realimen-
tar el estado actual del sistema, en la figura 7.23 en la figura superior se observa que la
interfaz esta compuesta por dos monitores con una tasa de refresco es de 60 Hz para cada
uno, además se nota gran similitud a la interfaz presentada en la figura 4.1, donde en un
monitor se tiene la interfaz estímulo SSVEP que cuya descripción esta en la sección 6.3.1
y en el otro monitor la interfaz encargada de realimentar el estado actual del sistema BCI,
por medio de las señales EEG adquiridas y por la decisión tomada del clasificador, el cual
es el indicativo de que la señal se procesó, se caracterizó cómo un comando del manipula-
dor RV-M1 y se envío al controlador del manipulador para su accionamiento, en la parte
izquierda de la figura 7.23, se observa de cerca la interfaz de realimentación y procesa-
miento, en específico la gráfica de la estimación de Densidad Espectral de Potencia donde
se ve reflejado en las frecuencias de 4 Hz y 8 Hz un pico de amplitud notorio, haciendo
referencia a que el usuario vio el estímulo SSVEP de 4 Hz, se dice que el usuario vio
por el motivo que en la parte derecha de la figura 7.23 se observa que el manipulador se
encuentra ya en la posición relacionada con la frecuencia estímulo SSVEP de 4 Hz, en la
misma figura 7.23 parte superior, también se observa que el usuario lleva puesto un elec-
trodo de referencia en la oreja derecha, aunque no se vea en la figura, el usuario lleva otro
electrodo de referencia en la oreja izquierda y dos electrodos en la parte occipital del cue-
ro cabelludo. Como se mencionó en la sección 6.4 el dispositivo para capturar las señales
EEG es la tarjeta Cyton Board de OpenBCI, elemento principal de un sistema BCI. cómo
se mencionó anteriormente la decisión del clasificador se caracteriza como un comando,
el cual se envía a través de una comunicación serial al controlador del manipulador para
accionarlo a una posición ya determinada por los usuarios. Luego de ser efectuada una po-
sición con relación a un estímulo frecuencial SSVEP, el Manipulador RV-M1 permanecerá
en la misma posición hasta que de nuevo se envié otra posición.

Figura 7.23 Sistema BCI.
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Capı́tulo 8
Conclusiones

En el presente trabajo se muestra, el estudio y la implementación de los componentes prin-
cipales que componen un sistema BCI junto con modelos de aprendizaje automático para
reconocer características en tiempo real. Estos componentes se aplicaron al procesamiento
de señales EEG bajo estimulación visual SSVEP, también conocido como SSVEP-EEG.
También se tiene el estudio e implementación sobre las principales técnicas de preproce-
samiento, extracción de características y clasificación con el fin de operar un manipulador
robótico de 5 grados de libertad.

La interfaz BCI propuesta se desarrolló utilizando únicamente herramientas open source
o de uso libre sin licencia como el lenguaje de programación Python, el cual cuenta con
librerías y herramientas que permiten realizar todo el desarrollo de todo el proyecto con un
solo lenguaje que al poseer una documentación extensa de cada librería y su fácil enten-
dimiento permiten unificar tareas complejas en un solo sistema como se realizó con este
proyecto.

La etapa inicial de este proyecto consistió en el desarrollo de una interfaz que adquiere las
señales obtenidas de la tarjeta OpenBCI en tiempo real mediante el uso de programación
por hilos en Python para exportar estas señales al hilo principal el cual analiza estás señales
en paralelo.

Como metodología corporal o visual para obtener variaciones significativas de las seña-
les EEG se implementó el estímulo SSVEP el cual debido a su respuesta frecuencial en
la corteza visual del cerebro facilita el procesamiento en el dominio de la frecuencia en
términos de extracción de características y de clasificación.

Se analizan las dos metodologías de procesamiento y extracción de características pro-
puestas como lo son, el método Welch para estimar la densidad espectral de potencia de
una señal y la transformada Wavelet. Como se puede observar en los resultados, el método
Welch de densidad espectral de potencia permite visualizar claramente la frecuencia fun-
damental del estímulo SSVEP, facilitando la clasificación. La transformada Wavelet al no
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analizar la señal a lo largo de todo su dominio general es muy sensible a cambios tempo-
rales, lo que fácilmente puede afectar la extracción de una frecuencia fundamental que se
relacione con el estímulo SSVEP, por lo que su implementación en la detección en tiempo
real de características para ser clasificadas resulta ser más complejo en términos de tiempo
y procesamiento.

Basándose en los resultados obtenidos en la extracción de características. Es posible acla-
rar que la implementación de la descomposición Wavelet para obtener características como
entradas de los clasificadores producen exactitud muy baja. se implementaron dos modelos
de clasificación los cuales son los árboles decisión y los K vecinos más cercanos (KNN).
para la clasificación usando árboles de decisión se realizaron dos variantes, una para perso-
na con experiencia al estímulo SSVEP y otro para persona sin experiencia y se evaluaron
estas dos variantes con diversas métricas (Tabla 7.1) obteniendo en exactitud valores de
100 % y 83.3 % respectivamente, para la clasificación por k vecinos más cercanos se tiene
también las mismás dos variantes, una para persona con experiencia al estímulo SSVEP y
otra para persona sin experiencia, evaluándolo también con las mismás métricas que para
el clasificador por árbol de decisión donde la exactitud en este caso es de 100 % para la
primera variante y 85.7 % para la restante. Debido a esto, se exporta el modelo KNN para
realizar las predicciones en tiempo real.

Observando la precisión del modelo implementado, se desarrolla un algoritmo capaz de
asociar los resultados del clasificador con comandos Melfa Basic IV. A partir de este desa-
rrollo se tomaron cuatro puntos espaciales y diferentes dentro del espacio de trabajo del
manipulador en donde cada punto espacial hacía referencia a un estímulo frecuencial SS-
VEP.

Para un futuro trabajo, es posible la implementación de dos metodologías en paralelo,
una metodología temporal como el P300 y otra metodología frecuencial como el SSVEP,
con la finalidad de reducir el tiempo de ejecución y el margen de error, se debe tener en
cuenta que para dicho híbrido se debe contar con un hardware más sofisticado para el
procesamiento.

Los códigos en Python y videos relacionados con el desarrollo de este proyecto se
encuentran en https : //github.com/NikolasRodriguez/OpenBci − Python −
USalle
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