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2.1 Recopilación de datos 13

Nombre Descripción Transformación Imagen

Random
Brightness
Contrast

Cambia aleatoriamente el
brillo y el contraste de la

imagen de entrada
Nivel de píxel

Solarize
Invierte todos los valores
de píxeles por encima de

un umbral
Nivel de píxel

Spatter

Aplica transformación de
salpicaduras, simula la
corrupción que puede

ocluir una lente en forma
de lluvia o barro

Nivel de píxel

To Gray
Convierte la imagen RGB

de entrada a escala de
grises

Nivel de píxel

To Sepia
Aplica filtro sepia a la

imagen RGB de entrada
Nivel de píxel

Affine
Las transformaciones afines

implican traslación,
rotación, escalado y corte

Nivel espacial

Elastic
Transform

Aplica deformaciones
sutiles y controladas 2 Nivel espacial

2Simard et al. (2003)
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Nombre Descripción Transformación Imagen

Flip
Voltea la entrada ya sea

horizontalmente o
verticalmente

Nivel espacial

Grid
Distortion

Aplica distorsiones en una
cuadrícula o patrón regular

Nivel espacial

Perspective
Realiza una transformación
de perspectiva aleatoria de
cuatro puntos de la entrada

Nivel espacial

Piecewise
Affine

Coloca una cuadrícula
regular de puntos en una

imagen y mueve
aleatoriamente la vecindad
de estos puntos a través de

transformaciones afines

Nivel espacial

Pixel Dropout
Establece los píxeles en 0
con cierta probabilidad

Nivel espacial

Random Crop
Recorta una parte aleatoria

de la entrada
Nivel espacial

Random Crop
From Borders

Recorta bbox de la imagen
corta partiendo

aleatoriamente de los
bordes sin cambiar el

tamaño al final

Nivel espacial
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Nombre Descripción Transformación Imagen

Random
Resized Crop

Recorta una parte aleatoria
de la entrada y vuelve a
escalarla a cierto tamaño

Nivel espacial

Random
Rotate 90

Rota aleatoriamente la
entrada 90 grados cero o

más veces
Nivel espacial

Transpose
Transpone la entrada
intercambiando filas y

columnas
Nivel espacial

Tabla 2-1: Listado de técnicas implementadas para el aumento de datos, las transformacio-
nes a nivel de píxel afectarán solo a las imágenes de entrada, manteniendo las
máscaras sin cambios. Las transformaciones a nivel espacial se aplicarán tanto
a las imágenes de entrada como a las máscaras asociadas.

2.2. Caracterización de la enfermedad

La caracterización implica un análisis detallado de los aspectos clave de la enfermedad. Esto
incluye la descripción exhaustiva de sus características clínicas, los métodos utilizados para
su identificación, las partes del ojo afectadas y las fases de la enfermedad. El objetivo de esta
caracterización es obtener una comprensión completa tanto a nivel clínico como biológico,
con el fin de mejorar el tratamiento, diagnóstico y manejo de la enfermedad.

La DMRE es la principal causa de ceguera en personas mayores de 65 años. Se trata de
una enfermedad irreversible para la cual no existen métodos de prevención. El tratamiento
efectivo se limita únicamente a una pequeña fracción de pacientes. Como lo indica Seddon
(1994), esta enfermedad afecta muchas de las actividades esenciales para una vida indepen-
diente, como contar dinero, conducir, leer y escribir, debido a la pérdida de la visión central,
que es donde se encuentra ubicada la mácula.
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2.2.1. Aspectos clave

Según Urbańska et al. (2022), la patogénesis de la DMRE afecta varios componentes o es-
tructuras oculares clave, como el complejo de fotorreceptores, la coroides, la membrana de
Bruch y el epitelio pigmentario de la retina. Además, se considera que la DMRE es una en-
fermedad multifactorial, ya que resulta de la interacción entre factores de riesgo ambientales,
el proceso de envejecimiento y la susceptibilidad genética.

Los factores de riesgo asociados a la DMRE aún no se comprenden por completo. Según
Rastogi and Smith (2016), se han propuesto varias hipótesis para explicar la DMRE. Entre
estas hipótesis, se ha observado que las enfermedades cardiovasculares aumentan el riesgo
de desarrollar una fase temprana de la DMRE. Además, el hábito de fumar también se ha
asociado con un mayor riesgo de la enfermedad, posiblemente debido a una sinergia entre el
tabaquismo y la hipercolesterolemia.

2.2.2. Imágenes auxiliares para diagnóstico

Una de las técnicas utilizadas en aplicaciones clínicas es la autofluorescencia del fondo de ojo.
Según Schmitz-Valckenberg et al. (2021), esta técnica ofrece una ventaja clave al proporcio-
nar información sobre el estado metabólico de la retina. Se logra cuantificar los fluoróforos
acumulados, evaluar la dinámica de los fenómenos de blanqueo y analizar la intensidad de
fluorescencia de forma multiespectral. Esto permite detectar cambios tempranos en enfer-
medades y realizar un seguimiento de la progresión de la enfermedad de manera más efectiva.

Por otra parte, mediante el uso de imágenes de tomografía de coherencia óptica (OCT), es
posible obtener secciones verticales de la retina in vivo, lo que permite visualizar alteraciones
en las microestructuras del tejido retiniano circundante, así como en el área atrófica. Estas
alteraciones pueden utilizarse para identificar diferentes estadios de la enfermedad, así como
la heterogeneidad a nivel celular y molecular, como lo indica Fleckenstein et al. (2008).

También se utiliza la angiografía con fluoresceína como técnica propuesta por Sbeh et al.
(2001). Esta técnica permite comprender el comportamiento de las drusas y su cuantificación
a lo largo del tiempo mediante el uso de la morfología matemática, específicamente mediante
el análisis de máximos y mínimos de orden. Esta aproximación permite lograr una segmen-
tación precisa basada en la construcción de una función de contraste adaptativa sintética. La
imagen resultante es similar a la imagen original, pero con el fondo eliminado, lo que revela
únicamente las manchas que contienen máximos regionales.



2.2 Caracterización de la enfermedad 17

Figura 2-5: Capas retinianas de una imagen OCT transversal centrada en la mácula. (NFL)
Capa de fibras nerviosas. (GCL) Capa de células ganglionares. (IPL) Capa
plexiforme interna. (INL) Capa nuclear interna. (OPL) Capa plexiforme ex-
terior. (ONL) Capa nuclear exterior. (IS) Segmento interior. (OS) Segmento
exterior. (RPE) Epitelio pigmentario de la retina. Chiu et al. (2010).

2.2.3. Características morfológicas

La caracterización de la DMRE implica comprender la fisiología del ojo y los cambios que
ocurren en la mácula. Mediante el uso de imágenes médicas y técnicas de morfometría se
pueden obtener datos precisos sobre la estructura y función de la retina, convirtiéndose en
un apoyo clínico para el diagnóstico y clasificación de la enfermedad.

La localización automática de puntos de referencia en la retina es un aspecto crucial en
el análisis de imágenes de fondo de ojo. En un estudio realizado por Patton et al. (2006),
se identificaron características clave en estas imágenes, como el disco óptico, la fóvea y los
vasos de la retina. Estos puntos de referencia establecen un marco de referencia confiable que
permite comparar y evaluar cualquier anormalidad o cambio en la estructura y se utilizan
como guías para llevar a cabo tareas más complejas, como la identificación de entidades
patológicas.

Mácula

Cerca del 90 % de los casos de pérdida visual significativa se atribuyen al desarrollo interno de
neovascularización coroidea y a la subsiguiente formación de una cicatriz macular disciforme.
Además, investigaciones respaldan que entre el 12 % y el 21 % de los episodios de pérdida
visual grave se originan por la atrofia del complejo formado por el epitelio pigmentario
(coriocapilar) y la retina exterior en la mácula. Esto lo expone Murphy (1986).
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Vasos Sanguíneos

La vasculatura retiniana desempeña un papel crucial al proveer oxígeno y nutrientes esencia-
les a las células de la retina. Para evaluar la evolución de los cambios en el desplazamiento
de los vasos sanguíneos retinianos en pacientes con membranas epirretinianas, se emplean
técnicas especializadas. Dado que algunas de estas membranas pueden ser densas y opacas,
llegando a obstruir los vasos retinianos subyacentes, el método más eficaz es el empleo del
filtro rojo, tal como respalda la investigación de Weinberger et al. (1999).

Drusas

Las drusas son lesiones iniciales de la DMRE seca y temprana, son depósitos de colesterol y
otros materiales de color amarillo pálido que se localizan debajo del epitelio pigmentario de
la retina (EPR), estas se pueden clasificar en dos categorías principales: blandas y duras. Las
drusas blandas se caracterizan por tener bordes indistintos, mientras que las drusas duras
son lesiones pequeñas con bordes afilados, se ha reconocido durante mucho tiempo que las
drusas blandas actúan como precursores de la DMRE en su etapa avanzada y su asociación
con grupos de pigmentos también ha sido observada en ciertos casos, tal como lo indica
Kanagasingam et al. (2014).

Atrofia Geográfica

Según Holz et al. (2007), la atrofia geográfica se considera la fase terminal dentro del curso
natural de la DMRE, especialmente cuando la neovascularización coroidea no se presenta.
Representando alrededor del 20 % de los casos de ceguera asociada a la DMRE, su inciden-
cia se pronostica que aumentará aún más debido al envejecimiento de la población. Hasta
la fecha, no se ha desarrollado ninguna terapia disponible para los pacientes que padecen
atrofia geográfica, que sea capaz de detener o atenuar el progreso de esta enfermedad.

2.2.4. Fases y manifestaciones de la enfermedad

Los sistemas de clasificación se utilizan para evaluar y categorizar los diferentes hallazgos
clínicos observados en las imágenes de la retina, lo que facilita una comunicación más pre-
cisa entre los profesionales del área y permite la comparación de los hallazgos clínicos entre
investigadores. Es importante tener en cuenta que estos sistemas se basan únicamente en la
apariencia física de las lesiones.

Clasificación Epidemiológica

DMRE Temprana
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• Grandes drusas (≥125 µm) o pseudo drusas o irregularidades pigmentarias.

DMRE Tardía

• DMRE neovascular o atrofia geográfica.

Clasificación AREDS 3

AREDS Categoría 1 (Sin DMRE)

• Ausencia de drusas o pequeñas (<63 µm).

• Área de drusas <125 µm de diámetro.

• Sin anomalías pigmentarias.

Segundo ojo: Igual que el primer ojo.

AREDS Categoría 2

Presencia de uno o más de los siguientes:

• Drusas pequeñas (<63 µm) o medianas (≥63; <125 µm).

• Área de drusas ≥125 µm de diámetro.

• Anormalidades del pigmento del epitelio pigmentario de la retina consistentes con
DMRE, definidas como uno o más de los siguientes en el centro o en los subcampos
internos: Despigmentación presente, círculo de pigmento aumentado ≥125 µm,
aumento de pigmento presente y despigmentación al menos cuestionable.

Segundo ojo: Igual que el primer ojo o categoría 1.

AREDS Categoría 3

Presencia de uno o más de los siguientes:

• Drusas grandes (≥125 µm).

• Drusas blandas e indistintas, tamaño de drusas ≥63 µm y área de drusas ≥360
µm de diámetro.

• Drusas suaves y distintas, tamaño de drusas ≥63 µm y área de drusas ≥656 µm
de diámetro.

• Atrofia geográfica no central (fuera de un radio de 500 µm desde el centro foveal).

Segundo ojo: Igual que el primer ojo o categoría 1 o 2.

AREDS Categoría 4 (DMRE Avanzada)
3Group (2001)
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Presencia de uno o más de los siguientes:

• Atrofia geográfica en el subcampo central (dentro de un radio de 500 µm desde el
centro foveal) con compromiso al menos cuestionable del centro de la mácula.

• Evidencia de DMRE neovascular: Desprendimiento del epitelio pigmentario fibro-
vascular/seroso, desprendimiento de retina sensorial seroso (o hemorrágico), pig-
mento subretiniano/subretiniano hemorragia epitelial, tejido fibroso subretiniano
(o fibrina), fotocoagulación para DMRE.

Segundo ojo: Categoría 1, 2 o 3.

Comité de clasificación de la iniciativa Beckman 4

Las lesiones se evalúan dentro de dos diámetros de disco de la fóvea en cualquiera de los
ojos.

Sin cambios aparentes de envejecimiento

• Sin drusas, y sin anomalías pigmentarias.

Cambios normales del envejecimiento

• Solo drupas (drusas pequeñas ≤63 µm) y sin anomalías pigmentarias.

DMRE Temprana

• Drusas medianas >63µm y ≤125µm y sin anomalías pigmentarias.

DMRE Intermedia

• Drusas grandes >125 µm, y/o cualquier anomalía pigmentaria.

DMRE Tardía

• DMRE neovascular, y/o cualquier atrofia geográfica.

Las manifestaciones de la DMRE afectan diferentes componentes de la retina, incluyendo
el complejo de fotorreceptores, el epitelio pigmentario de la retina (EPR), la membrana
de Bruch y la coriocapilar, que es la capa más interna de la coroides. A continuación se
proporciona una clara explicación de estas manifestaciones.

4Ferris et al. (2013)
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Figura 2-6: Esquema de retina normal RPE complejo coroideo de membrana de Bruch.
Fleckenstein et al. (2021).

Figura 2-7: Las etapas temprana e intermedia de la enfermedad se caracterizan por el de-
pósito de detritos extracelulares, como drusas o depósitos lineales basales y
depósitos subretinianos de drusoide, acompañados de cambios patológicos en
el EPR, incluida la migración de células del EPR a la retina, además de que
la pérdida de fotorreceptores, EPR y coriocapilares presumiblemente comienza
en las etapas temprana y/o intermedia. Fleckenstein et al. (2021).

Figura 2-8: Atrofia geográfica. Fleckenstein et al. (2021).
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Figura 2-9: Las últimas etapas de AMD se caracterizan por AG o por invasión de neovas-
cularizaciones maculares (MNV) en la retina externa, el espacio subretiniano
o el espacio subRPE (que se conoce como AMD neovascular), la etapa exuda-
tiva se hace evidente cuando estos nuevos vasos se filtran o se rompen, lo que
resulta en acumulación de líquido y/o hemorragias en los espacios retinianos
mencionados anteriormente. Fleckenstein et al. (2021).

Figura 2-10: Manifestaciones de AMD en fotografías de fondo de ojo a color. (a) La DMRE
afecta el centro de la mácula. El cuadrado resalta esta zona en un ojo nor-
mal sin alteraciones patológicas. (b) AMD temprana con drusas de tamaño
mediano (depósitos amarillentos, puntas de flecha). (c) AMD intermedia con
drusas grandes (puntas de flecha) e hiperpigmentación (flechas). (d) Atrofia
geográfica (puntas de flecha). (e) AMD neovascular con hemorragia (asteris-
cos). Fleckenstein et al. (2021).



3 Entrenamiento de Algoritmos de
Aprendizaje Profundo

Dentro del amplio campo de la inteligencia artificial, los algoritmos de aprendizaje profundo
han surgido como herramientas poderosas capaces de analizar, aprender y tomar decisiones
a partir de datos complejos y no estructurados. En este capítulo, se explora el entrenamiento
crucial de dichos algoritmos, abarcando desde la selección del modelo de red neuronal hasta
la configuración detallada de su arquitectura, junto con la evaluación y las métricas utiliza-
das para medir su rendimiento. Dada la importancia central de la etapa de entrenamiento
en la eficacia de estos algoritmos, este capítulo se presenta como un paso fundamental para
garantizar resultados precisos y confiables en el marco de la investigación.

Algorithm 2 Entrenamiento
Require: Ie ∪ Ip

Ensure: Modelo segmentador de vasos sanguíneos Mv

Algorithm 3 Procesamiento de Imágenes
Require: Conjunto de imágenes de prueba It y Mv

Ensure: Conjunto de imágenes segmentadas de mácula Ir

for cada Ii en It do
Iv ← SegmentaciónVasos(Ii,Mv)

Ia ← Adelgazamiento(Iv)

(Pi, Pf)← Agrupamiento(Ia)

Ig ← Grafo(Pi, Pf)

Im ← SegmentaciónMácula(Ii)
Ps ← Semillas(Ig, Im)

Ir ← SegmentaciónCortesGrafo(Ig, Ps)

end for
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3.1. Entrenamiento Supervisado

Gulshan et al. (2016) establece con claridad que el aprendizaje profundo implica el entre-
namiento de una red neuronal para desempeñar una tarea específica, siendo esto realizado
a través del análisis de las intensidades de los píxeles en una imagen del fondo de ojo. Este
proceso se basa en la utilización de un conjunto amplio de imágenes con información prees-
tablecida, denominado conjunto de entrenamiento. Durante la etapa de entrenamiento, los
parámetros iniciales de la red neuronal son asignados con valores aleatorios. Para cada ima-
gen, la salida generada por la red neuronal se contrasta con el conocimiento contenido en el
conjunto de entrenamiento. A partir de esta comparación, los parámetros de la función se
ajustan de manera gradual, buscando reducir el error asociado a cada imagen. Este proceso
se repite en numerosas ocasiones para cada imagen en el conjunto de entrenamiento, permi-
tiendo que la función se perfeccione y logre calcular con precisión la tarea asignada.

En el ámbito de las redes neuronales convolucionales, se ha investigado cómo la descompo-
sición de convoluciones y la reducción agresiva de dimensiones pueden generar redes con un
costo computacional razonable sin comprometer la calidad. La implementación de una re-
gularización adicional mediante lotes y la suavización de etiquetas, en combinación con una
menor cantidad de parámetros, también facilita el entrenamiento de redes de alta calidad
incluso en conjuntos de entrenamiento de tamaño moderado, esta perspectiva se respalda en
el análisis de Szegedy et al. (2015).

3.1.1. Redes neuronales convolucionales

Las redes neuronales convolucionales (CNNs o ConvNets) son arquitecturas neuronales espe-
cializadas que desempeñan un papel predominante en el campo de visión por computadora.
Estas redes están diseñadas para reconocer objetos y clasificar imágenes, y logran este ob-
jetivo mediante operaciones de convolución basadas en álgebra lineal, lo que les permite
identificar patrones significativos en las imágenes. Las capas principales que componen una
CNN incluyen: Capas convolucionales, capas de agrupación, capas de activación y capas
completamente conectadas.

La capa de convolución desempeña un papel fundamental en la extracción de características,
en este proceso, se aplica una pequeña matriz de números conocida como kernel a una
matriz de números más extensa denominada tensor, que se considera como la entrada. A
continuación, se lleva a cabo una operación de producto elemento por elemento entre cada
elemento del kernel y el tensor de entrada en cada posición del tensor. Estos productos son
sumados para obtener el valor de salida en la ubicación correspondiente, a este resultado se
le denomina el mapa de características (véase figura 3-1). Además, según Yamashita et al.
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(2018), este proceso se repite aplicando múltiples kernels para generar un número arbitrario
de mapas de características.

Figura 3-1: Un ejemplo de una operación de convolución con un tamaño de kernel de 3×3.
Yamashita et al. (2018).

La capa de agrupación desempeña un papel fundamental al reducir la dimensionalidad en
los mapas de características, lo que conlleva una disminución en el número de parámetros y
cálculos necesarios para el modelo. Esto no solo acelera significativamente los cálculos, sino
que también aborda eficazmente el problema del exceso de carga computacional, como nos
menciona Dhillon and Verma (2019).

La capa de activación desempeña un papel crucial en la introducción de la no linealidad en
las redes neuronales, como se señala en la referencia Pauly et al. (2017). En el año 2010, se
introdujo una función de activación particularmente efectiva conocida como Rectified Linear
Unit (ReLU) (véase figura 3-2). Una de las principales ventajas de esta función es que su
salida es cero cuando la entrada es negativa, y conserva el mismo valor que la entrada cuando
esta es positiva. Esto resulta fundamental para mitigar el problema de la desaparición del
gradiente causado por las funciones de activación.

Según Gu et al. (2018), las capas completamente conectadas tienen como finalidad llevar a
cabo un razonamiento de alto nivel al conectar cada neurona de la capa anterior con ca-
da neurona de la capa actual. Esto favorece la generación de información semántica global,
y es en este punto donde se calcula la probabilidad de cada clase en las tareas de clasificación.
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Figura 3-2: Función de activación ReLU. Pauly et al. (2017).

3.1.2. Selección del modelo de red neuronal profunda

En la visión por computadora la detección de objetos es un problema central, estos pro-
cesos de detección suelen iniciarse extrayendo un conjunto sólido de características de las
imágenes de entrada, para luego emplear clasificadores que identifican objetos en el espacio
de estas características. Estos clasificadores, también denominados localizadores, se ejecutan
mediante una ventana deslizante que recorre la totalidad de la imagen o en un subconjunto
específico de regiones, como se destaca en Redmon et al. (2016).

Felzenszwalb et al. (2010) describe la implementación de un modelo que involucra el uso
de filtros lineales aplicados a mapas de características densas. Un mapa de características
se refiere a una matriz en la que cada entrada representa un vector de características de n
dimensiones calculado desde una cuadrícula densa de ubicaciones en una imagen. Cada uno
de estos vectores caracteriza un fragmento local de la imagen. Por otro lado, un filtro es una
plantilla rectangular que se define mediante una matriz de vectores de peso de n dimensiones.

Se ha seleccionado la arquitectura U-Net como red convolucional para llevar a cabo la seg-
mentación de imágenes biomédicas. Esta elección se fundamenta en su enfoque particular en
el aumento de datos, lo que resulta especialmente beneficioso cuando hay limitadas muestras
de entrenamiento segmentadas disponibles. Además, la estructura de U-Net se compone de
dos caminos claramente definidos: uno de contracción, destinado a la captura de contexto, y
otro de expansión, que facilita una localización precisa de las regiones de interés Ronneberger
et al. (2015).
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Figura 3-3: YOLO modela la detección como un problema de regresión. Divide la imagen
en una cuadrícula S × S y para cada celda de la cuadrícula predice cuadros
delimitadores B, confianza para esos cuadros y probabilidades de clase C. Estas
predicciones están codificadas como un tensor S × S × (B ∗ 5 + C). Redmon
et al. (2016).

3.1.3. Arquitectura de la red

Ronneberger et al. (2015) desarrollo la estructura de la red U-Net y nos indica que esta
se compone de dos segmentos principales: la ruta de contracción (lado izquierdo) y la ru-
ta de expansión (lado derecho) (véase figura 3-4). La ruta de contracción sigue el patrón
característico de una red convolucional. Esta ruta implica la aplicación en serie de dos con-
voluciones 3x3 sin ningún relleno, cada una seguida por una función de activación lineal
rectificada (ReLU), junto con una operación de agrupación máxima de 2x2 con un salto de
2 para reducir la resolución espacial. Por otro lado, en la ruta de expansión, en cada paso, se
realiza una interpolación del mapa de características a una escala superior, seguida por una
convolución 2x2 que reduce a la mitad la cantidad de canales presentes. Finalmente, en la
última capa, se implementa una convolución 1x1 para mapear cada vector de características
de 64 dimensiones al número requerido de clases. En su conjunto, esta red está compuesta
por un total de 23 capas convolucionales, que se distribuyen a lo largo de ambas rutas.
Entre los hiperparámetros con los que se trabaja, destaca el tamaño del lote. Se ha observado
que aumentar su dimensión conlleva la ventaja de disminuir la frecuencia de actualizaciones
de parámetros necesarias para el entrenamiento del modelo, lo que a su vez reduce consi-
derablemente el tiempo requerido para dicho proceso. No obstante, es importante señalar
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Figura 3-4: Arquitectura U-net (ejemplo para 32x32 píxeles en la resolución más baja).
Cada cuadro azul corresponde a un mapa de características multicanal. El nú-
mero de canales se indica en la parte superior del cuadro. El tamaño x-y se
proporciona en el borde inferior izquierdo del cuadro. Los cuadros blancos re-
presentan mapas de características copiados. Las flechas indican las diferentes
operaciones. Ronneberger et al. (2015).

que este enfoque demanda una mayor capacidad de memoria para almacenar los tensores
intermedios y los gradientes durante el entrenamiento, como lo señalan Smith et al. (2018).

Las arquitecturas de red de alta complejidad demandaron un número significativo de épocas
para alcanzar la precisión óptima, tal como lo indican Vinayakumar et al. (2019). Este hi-
perparámetro define la cantidad de iteraciones completas del ciclo de entrenamiento, lo que
implica continuar hasta que el error se minimice o hasta que se haya identificado un área
de mejora dentro del modelo. Las épocas son esenciales para recopilar y consolidar datos de
rendimiento, asegurando así que el modelo sea imparcial en relación con los datos anteriores.

3.1.4. Evaluación y métricas de rendimiento

El índice de intersección sobre unión (IoU) es una métrica de evaluación fundamental que
se emplea para determinar tanto los verdaderos positivos como los falsos positivos en un
conjunto de predicciones. Es la métrica más utilizada para comparar la similitud entre dos
formas arbitrarias, esta captura la relación entre áreas, alturas y ubicaciones de dos marcos
delimitadores. A través de su cálculo, se logra una medida normalizada que se enfoca en
la proporción de intersección sobre la unión de estas formas. No es solamente una métrica
versátil, sino que también constituye la base para todas las medidas de rendimiento utilizadas
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en la evaluación de detección de objetos, seguimiento y segmentación, como nos expone
Rezatofighi et al. (2019), la fórmula del IoU se expresa como:

IoU =
|A ∩B|
|A ∪B|

(3-1)

Chicco and Jurman (2020) nos indica que la precisión (accuracy) es una métrica que cuantifi-
ca la proporción de instancias correctamente clasificadas con respecto a todas las instancias
en el conjunto de datos. Se calcula para cada matriz de confusión (denotada como M) y
tiene un rango en el intervalo real [0,1]. Un valor de 1 representa una clasificación perfecta,
mientras que un valor de 0 indica una clasificación completamente errónea.
La matriz de confusión se representa de la siguiente manera, donde (TP) son los verdaderos
positivos, (TN) son los verdaderos negativos, (FN) son los falsos negativos y (FP) son los
falsos positivos:

M =

[
TP FN

FP TN

]
(3-2)

La puntuación F1 (F1 Score), se define como la media armónica de la precisión y la recupe-
ración, como nos explica Chicco and Jurman (2020). Sus valores varían en un rango de 0 a
1, siendo el mínimo alcanzado cuando TP (verdaderos positivos) es igual a 0, lo que indica
que todas las muestras positivas están clasificadas incorrectamente. El valor máximo se logra
cuando FN (falsos negativos) y FP (falsos positivos) son iguales a 0, lo que representa una
clasificación perfecta, la fórmula para calcular el F1 Score es la siguiente:

F1 Score =
2 · TP

2 · TP + FP + FN
(3-3)

3.2. Entrenamiento No Supervisado

En situaciones en las que no se dispone de una segmentación previa de la característica
morfológica, el reconocimiento de patrones en el aprendizaje no supervisado se convierte
en un aspecto de vital importancia. Según Jain et al. (2000), un patrón se define como lo
contrario al caos, es decir, una entidad que está vagamente definida. Este patrón se asigna
a una clase desconocida en las tareas de clasificación, lo que presenta el desafío de selec-
cionar una medida adecuada de similitud para definir grupos que dependen tanto de los
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datos como del contexto. En ocasiones, la recopilación de datos y la normalización de las
imágenes desempeñan un papel crucial antes de elegir la técnica para iniciar la segmentación.

Por otro lado, según Wu et al. (2018), se argumenta que cada imagen tiene una singularidad
propia y puede variar de manera significativa en comparación con otras imágenes dentro de
la misma categoría semántica. Cuando aprendemos a diferenciar entre instancias individua-
les, podemos crear una representación que refleje la similitud entre ellas. Para lograr esto,
se utilizan técnicas como el conteo de objetos, la recuperación de colores y la restauración
de partes faltantes en una imagen, con el propósito de establecer relaciones entre pares y
obtener así una representación más completa y precisa.

3.2.1. Adelgazamiento de imágenes binarias

Teniendo en cuenta la referencia aportada por Naseri et al. (2017), el proceso de adelgaza-
miento de una imagen se define como la reducción de píxeles al máximo posible, manteniendo
la conectividad de la imagen. Este procedimiento se ha revelado como una herramienta al-
tamente eficaz en el reconocimiento de caracteres y objetos. En el algoritmo se ejecutan
múltiples iteraciones sobre la imagen binaria, y en cada iteración se eliminan píxeles oscuros
específicos para lograr el adelgazamiento deseado.

Este procedimiento se divide en dos ciclos fundamentales, el primero consiste en cuatro pa-
sos, empleando una matriz de 3x3, para suprimir los píxeles límite en direcciones específicas
(noreste, sureste, noroeste, suroeste), el segundo ciclo es una iteración adicional que se en-
carga de eliminar píxeles tanto en las direcciones cardinales (norte, este, sur y oeste) como
aquellos que resultan innecesarios. Este proceso continúa hasta que el objeto de interés se
transforma en un esqueleto de un único píxel de espesor, manteniendo su conectividad y
asegurando que sus extremos no se vean acortados, como lo sostiene Datta and Parui (1994).

3.2.2. Construcción del grafo

Una red o grafo se refiere a un conjunto de elementos interconectados. Los estudios en este
campo se enfocan en analizar las relaciones entre los vértices y aristas de estas redes, con
el objetivo de descubrir propiedades estadísticas, como las longitudes de los caminos y las
distribuciones de los grados, que caracterizan tanto la estructura como el comportamiento
de los sistemas en red, algunos ejemplos de redes incluyen las redes neuronales y las redes de
distribución, como los sistemas de vasos sanguíneos. Este enfoque se encuentra respaldado
por Newman (2003).
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Figura 3-5: La imagen generada por nuestro modelo entrenado sirve como imagen binaria a
la cual aplicamos la técnica de adelgazamiento y este es el resultado obtenido.

La máscara binaria de la imagen adelgazada presenta un ligero ruido, que se debe a la pre-
sencia de vasos sanguíneos que no se incluyeron como parte del mismo objeto. Para eliminar
este ruido, es necesario etiquetar los objetos en la imagen para poder obtener sus propie-
dades. Luego, seleccionamos el objeto de mayor área y lo utilizamos como la nueva imagen
binaria, dejando así un camino con 1 píxel de ancho sin ruido.

Para agrupar los puntos, primero definimos una matriz de desplazamiento (3x3) para identi-
ficar los vecinos de cada píxel en el objeto de la imagen. Luego, recorremos cada coordenada
de los píxeles del objeto. En cada iteración, determinamos las coordenadas de los vecinos,
asegurándonos de no exceder los límites de la imagen. Esto nos permite distinguir entre pun-
tos de intersección y extremos basándonos en la cantidad de vecinos que rodean a cada píxel.
Si un píxel tiene un solo vecino, lo consideramos un extremo del vaso sanguíneo, mientras
que si tiene tres o más vecinos, lo consideramos un candidato a intersección.

Al mismo tiempo, en una nueva imagen se registran las coordenadas de cada intersección o
punto extremo identificado. En algunas ocasiones, los puntos de intersección pueden estar
muy cercanos entre sí, lo que puede llevar a identificarlos como un solo objeto. Para abordar
esta situación, se propone calcular el centroide y luego validar si este resultado corresponde
a una posición de algún pixel candidato. En caso contrario, se selecciona de manera aleatoria
una posición válida dentro del vecindario de este centroide.

Para la construcción del grafo, se deben establecer condiciones iniciales. Estas condiciones
son las siguientes: la imagen debe estar filtrada de tal manera que los objetos tengan un ta-
maño de 1 píxel y nuestro camino debe tener un ancho de 1 píxel. Con estas condiciones en
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Figura 3-6: Los puntos verdes representan un extremo, mientras que los puntos rojos son
candidatos a intersección.

su lugar, se inicia la iteración para cada punto. Durante esta iteración, el punto se desplaza
a través de las celdas que se identifican como válidas dentro de su vecindario. En cada paso,
se actualiza la posición actual y se elimina la posición anterior. Este proceso se repite hasta
que se llega a otro punto candidato. Durante esta iteración, se almacena la información del
camino recorrido entre dos puntos, incluyendo las coordenadas y el valor de la distancia en
píxeles.

Una vez que se han identificado todas las relaciones de datos, se procede a reconstruir la
máscara binaria original. En ocasiones, durante este proceso, es posible que se pierda cierta
información que no afecta la estructura fundamental, sino que, por el contrario, contribuye a
filtrar ciertos detalles que surgieron durante el adelgazamiento. Para construir un grafo de-
finido, se establece que las aristas tengan una dirección específica, es decir, que se extiendan
desde un nodo origen hacia un nodo destino. Esto se representa visualmente mediante líneas
rectas que conectan las relaciones identificadas entre los puntos.

3.2.3. Segmentación de mácula

En el proceso de identificación de candidatos potenciales a la mácula en una imagen, se han
implementado una serie de pasos basados en la propuesta de referencia R. and Balasubra-
manian (2018). Inicialmente, se inicia separando los canales de color (RGB). A continuación,
se aplica una técnica de ecualización de histograma adaptativa con un límite de contraste
(CLAHE) al canal verde con el propósito de mejorar la uniformidad de las intensidades. El
canal verde se selecciona debido a su destacado contraste, lo que permite resaltar las carac-
terísticas morfológicas en la imagen.
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Figura 3-7: Ilustración visual de la reconstrucción del grafo.

Sin embargo, un desafío se presenta en este proceso, ya que la aplicación de CLAHE no
solo realza la mácula, sino también los vasos sanguíneos en la imagen. Para abordar este
problema, se aprovecha la diferencia en el diámetro entre la mácula y los vasos sanguíneos.
Esto se logra mediante la realización de una operación de cierre morfológico en la imagen.
Para llevar a cabo esta operación, se define un kernel personalizado que combina un kernel
rectangular y uno hexagonal. Estos kernels tienen un tamaño mayor que el ancho de los
vasos sanguíneos, pero menor que el de la mácula, lo que permite distinguir y segmentar de
manera más precisa la región de interés.

Luego, se procede al cálculo del histograma para determinar el rango de valores correspon-
diente al objeto oscuro en la imagen. Una vez identificada esta área, se realiza una operación
de multiplicación con la máscara del grafo previamente construido. Esto se hace con el pro-
pósito de validar si la zona identificada entra en contacto con la superficie del grafo; si no
hay contacto, se considera que el candidato a mácula es válido y se puede continuar con su
análisis.


